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多价值链视角下基于深度学习算法的制造企业
产品需求预测

吴庚奇１ꎬ２ꎬ 牛东晓１ꎬ２∗ꎬ 耿世平１ꎬ２ꎬ 张焕粉３
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摘　 要　 多价值链协同发展背景下ꎬ制造企业没有充分考虑服务链、营销链等其他价值链对产品需求的影响ꎮ 为提高制造企

业产品需求预测的精度ꎬ提出了产品数据空间和一维卷积神经网络(ｏｎｅ￣ｄｉｍｅｎｓｉｏｎａｌ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓꎬ １Ｄ￣ＣＮＮ) ￣长
短期记忆( ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙꎬ ＬＳＴＭ)神经网络的深度学习算法ꎮ 首先ꎬ整合不同价值链对产品需求影响的相关数据构建

产品数据空间ꎮ 其次ꎬ从数据空间中获取多链数据集用于 １Ｄ￣ＣＮＮ￣ＬＳＴＭ 模型的预测ꎮ 其中ꎬ１Ｄ￣ＣＮＮ 通过两次卷积池化操作

获取数据的深层次特征ꎬＬＳＴＭ 则通过进一步学习数据特征中的重要信息来进行时间序列预测ꎮ 最后ꎬ通过某电气设备制造

企业生产销售的环网柜产品的相关数据进行算例分析ꎬ并与其他几种模型进行预测结果比较ꎮ 结果表明:１Ｄ￣ＣＮＮ￣ＬＳＴＭ 模型

的预测效果优于神经网络模型和单一的 ＬＳＴＭ 模型ꎮ 可见提出的 １Ｄ￣ＣＮＮ￣ＬＳＴＭ 深度学习模型更具优越性ꎬ预测效果好ꎮ
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ｃｈａｉｎ ａｎｄ ｍａｒｋｅｔｉｎｇ ｃｈａｉｎ ｏｎ ｐｒｏｄｕｃｔ ｄｅｍａｎｄ ｈａｓ ｎｏｔ ｂｅｅｎ ｆｕｌｌｙ ｃｏｎｓｉｄｅｒｅｄ ｂｙ ｍａｎｕｆａｃｔｕｒｉｎｇ ｅｎｔｅｒｐｒｉｓｅｓ. Ｉｎ ｏｒｄｅｒ ｔｏ ｉｍｐｒｏｖｅ ｔｈｅ ａｃｃｕ￣
ｒａｃｙ ｏｆ ｐｒｏｄｕｃｔ ｄｅｍａｎｄ ｆｏｒｅｃａｓｔｉｎｇ ｉｎ ｍａｎｕｆａｃｔｕｒｉｎｇ ｅｎｔｅｒｐｒｉｓｅｓꎬ ａ ｐｒｏｄｕｃｔ ｄａｔａ ｓｐａｃｅ ａｎｄ ａ ｄｅｅｐ ｌｅａｒｎｉｎｇ ａｌｇｏｒｉｔｈｍ ｏｆ ｏｎｅ￣ｄｉｍｅｎｓｉｏｎａｌ
ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ (１Ｄ￣ＣＮＮ)￣ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙ (ＬＳＴＭ) ｗｅｒｅ ｐｒｏｐｏｓｅｄ. Ｆｉｒｓｔｌｙꎬ ｔｈｅ ｒｅｌｅｖａｎｔ ｄａｔａ ｏｆ ｔｈｅ ｉｍｐａｃｔ ｏｆ
ｄｉｆｆｅｒｅｎｔ ｖａｌｕｅ ｃｈａｉｎｓ ｏｎ ｐｒｏｄｕｃｔ ｄｅｍａｎｄ ｗｅｒｅ ｉｎｔｅｇｒａｔｅｄ ｔｏ ｂｕｉｌｄ ａ ｐｒｏｄｕｃｔ ｄａｔａ ｓｐａｃｅ. Ｓｅｃｏｎｄｌｙꎬ ｔｈｅ ｍｕｌｔｉ￣ｖａｌｕｅ ｃｈａｉｎ ｄａｔａ ｓｅｔ ｗａｓ
ｏｂｔａｉｎｅｄ ｆｒｏｍ ｔｈｅ ｄａｔａ ｓｐａｃｅ ｆｏｒ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｏｆ １Ｄ￣ＣＮＮ￣ＬＳＴＭ ｍｏｄｅｌ. Ａｍｏｎｇ ｔｈｅｍꎬ ｔｈｅ ｄｅｅｐ￣ｓｅａｔｅｄ ｆｅａｔｕｒｅｓ ｏｆ ｔｈｅ ｄａｔａ ｗｅｒｅ ｏｂ￣
ｔａｉｎｅｄ ｔｈｒｏｕｇｈ ｔｗｏ ｃｏｎｖｏｌｕｔｉｏｎ ａｎｄ ｐｏｏｌｉｎｇ ｏｐｅｒａｔｉｏｎｓ ｏｆ １Ｄ￣ＣＮＮ. Ａｎｄ ｔｈｅ ｎｅｘｔ ｓｔｅｐ ｏｆ ｔｉｍｅ ｓｅｒｉｅｓ ｐｒｅｄｉｃｔｉｏｎ ｗａｓ ｒｅａｌｉｚｅｄ ｂｙ ｆｕｒｔｈｅｒｉｎｇ
ｌｅａｒｎｉｎｇ ｔｈｅ ｉｍｐｏｒｔａｎｔ ｉｎｆｏｒｍａｔｉｏｎ ｉｎ ｔｈｅ ｄａｔａ ｄｅｅｐ￣ｓｅａｔｅｄ ｆｅａｔｕｒｅｓ ｔｈｒｏｕｇｈ ＬＳＴＭ. Ｆｉｎａｌｌｙꎬ ａｎ ｅｘａｍｐｌｅ ｗａｓ ａｎａｌｙｚｅｄ ｔｈｒｏｕｇｈ ｔｈｅ ｒｅｌｅ￣
ｖａｎｔ ｄａｔａ ｏｆ ｒｉｎｇ ｍａｉｎ ｕｎｉｔｓ ｂｙ ａｎ ｅｌｅｃｔｒｉｃａｌ ｅｑｕｉｐｍｅｎｔ ｍａｎｕｆａｃｔｕｒｉｎｇ ｅｎｔｅｒｐｒｉｓｅꎬ ａｎｄ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｗｅｒｅ ｃｏｍｐａｒｅｄ ｗｉｔｈ ｏｔｈｅｒ
ｍｏｄｅｌｓ. Ｔｈｅ ｒｅｓｕｌｔｓ ｓｈｏｗ ｔｈａｔ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｅｆｆｅｃｔ ｏｆ １Ｄ￣ＣＮＮ￣ＬＳＴＭ ｍｏｄｅｌ ｉｓ ｂｅｔｔｅｒ ｔｈａｎ ｔｈａｔ ｏｆ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｏｄｅｌｓ ａｎｄ ａ ｓｉｎｇｌｅ
ＬＳＴＭ ｍｏｄｅｌ. Ｉｔ ｉｓ ｃｏｎｃｌｕｄｅｄ ｔｈａｔ ｔｈｅ １Ｄ￣ＣＮＮ￣ＬＳＴＭ ｄｅｅｐ ｌｅａｒｎｉｎｇ ｍｏｄｅｌ ｐｒｏｐｏｓｅｄ ｉｎ ｔｈｉｓ ｐａｐｅｒ ｈａｓ ｍｏｒｅ ａｄｖａｎｔａｇｅｓ ａｎｄ ｇｏｏｄ ｐｒｅｄｉｃ￣
ｔｉｏｎ ｅｆｆｅｃｔ.
[Ｋｅｙｗｏｒｄｓ]　 ｐｒｏｄｕｃｔ ｄｅｍａｎｄ ｆｏｒｅｃａｓｔꎻ ｄａｔａ ｓｐａｃｅꎻ ｍｕｌｔｉ￣ｖａｌｕｅ ｃｈａｉｎｓꎻ ｏｎｅ￣ｄｉｍｅｎｓｉｏｎａｌ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓ (１Ｄ￣ＣＮＮ)ꎻ
ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙ (ＬＳＴＭ)

　 　 随着市场竞争的不断加剧ꎬ制造企业面临的生
产、库存、物流等业务成本风险增加ꎮ 企业想要在

竞争脱颖而出ꎬ获得更多的利润ꎬ首先要做好产品
需求预测ꎮ 准确的需求预测是制造企业扩大市场
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份额、提高利润的重要支撑ꎮ 首先ꎬ产品需求预测
对制造企业合理安排生产计划和物料采购计划具
有导向作用ꎬ能够有效降低产品供应不足风险和库
存成本ꎮ 其次ꎬ制造企业合理的生产计划能够满足
下游分销商的产品销售需求ꎬ保证其销售利润ꎮ 同
时ꎬ良好的物料采购计划保证供应商充足的物料准
备时间ꎬ有利于供应商有序安排企业整体的供应计
划ꎮ 从而有利于维护制造企业同上下游企业长期
战略合作的关系ꎬ形成企业间的协同性发展ꎬ提高
市场竞争力ꎬ实现多赢ꎮ 因此ꎬ准确的产品需求预
测能够帮助制造企业更好的管理决策ꎬ这对制造企
业及其上下游关联企业都具有重要意义ꎮ 传统的
产品需求预测往往根据下游计划订单或人工经验ꎬ
运用统计学等方法进行预测ꎮ 随着计算机技术和
工业互联网的发展ꎬ计算机算力和数据支持都有了
长足的进步ꎬ基于此构建合理的算法模型能够有效
提高产品需求预测的准确度ꎮ

目前ꎬ用于产品需求预测的方法主要有统计学
方法ꎬ如自回归滑动平均模型(ａｕｔｏｒｅｇｒｅｓｓｉｖｅ ｍｏｖｉｎｇ
ａｖｅｒａｇｅ ｍｏｄｅｌꎬ ＡＲＭＡ) [１]ꎬ灰色预测模型( ｇｒｅｙ ｍｏ￣
ｄｅｌꎬ ＧＭ) [２]等ꎻ智能算法ꎬ如人工神经网络(ａｒｔｉｆｉｃｉａｌ
ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ ＡＮＮ) [３]ꎬ支持向量机(ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ
ｍａｃｈｉｎｅꎬ ＳＶＭ) [４]等ꎮ 李成港等[５] 用差分整合移动

平均自回归模型(ａｕｔｏｒｅｇｒｅｓｓｉｖｅ ｉｎｔｅｇｒａｔｅｄ ｍｏｖｉｎｇ ａｖ￣
ｅｒａｇｅ ｍｏｄｅｌꎬ ＡＲＩＭＡ)对物流公司销售数据进行分
析预测ꎬ结果表明该模型在短期预测上置信度高ꎬ
能为仓储优化提供辅助决策依据ꎬ解决企业仓储不

合理等问题ꎮ 赵军等[６] 应用数据挖掘技术建立灵

活、准确的预测数据库ꎬ将基于指数平滑模型的库
存需求预测模型应用于第三方物流中心库存需求
预测中ꎬ预测效果良好ꎮ 但当时间序列波动或不稳
定时ꎬＡＲＭＡ、ＡＲＩＭＡ、指数平滑等方法的预测效果

不够理想ꎮ 高豪杰[７] 利用反向传播(ｂａｃｋ ｐｒｏｐａｇａ￣
ｔｉｏｎꎬＢＰ)神经网络模型对阀门制造企业库存需求进
行预测ꎬ结果表明该方法能够有效降低误差ꎮ 但 ＢＰ
神经网络训练时可能会陷入局部最优ꎬ需要反复进

行参数调优ꎬ才能取得较好的预测效果ꎮ 汪娅等[８]

提出一种新的基于约束需求预测的消耗性航材备
件需求预测方法ꎬ通过遗传算法对其进行求解ꎬ获
取最优需求预测结果ꎮ 但遗传算法的局部搜索能
力较差ꎬ导致单纯的遗传算法比较费时ꎬ在进化后
期搜索效率较低ꎮ 综上ꎬ单一预测模型或多或少存
在一些不足ꎬ为了优化预测模型ꎬ组合预测模型应

运而生ꎮ 靖可等[９] 提出改进 ＢＰ￣ＡＲＩＭＡ 组合模型

用于预测智能制造模式下产品的不确定性需求ꎬ结
果表明组合模型的预测精度较 ＡＲＩＭＡ 模型有显著

提高ꎮ 贾琦等[１０] 利用灰色模型构建方便、计算简

单、善于挖掘影响因素内部联系的优点ꎬ 以及
ＬＳ￣ＳＶＭ在非线性映射分析和稳定性高的优点ꎬ设计
了一种灰色 ＬＳ￣ＳＶＭ 预测模型ꎬ用于解决小样本数
据的装备器材需求预测问题ꎮ 采用组合预测能够
结合不同模型的优点ꎬ有效应对时间序列不平稳问
题ꎬ提高预测速度、降低预测误差和风险ꎬ保证良好
的预测效果ꎮ 然而ꎬ目前用于制造企业产品需求预

测的深度学习算法较少ꎮ
近些年深度学习的应用掀起热潮ꎬ深度学习是

一种利用复杂结构的多个处理层来实现对数据进
行高层次抽象的算法ꎬ以海量的数据和计算机算力
作为支撑ꎬ普遍能够取得优于神经网络的训练效

果[１１]ꎮ 随着工业互联网的发展推动了移动互联网、
云计算、大数据、物联网等与现代制造业结合ꎬ制造

企业也因此有能力提供深度学习足够的数据支持ꎬ
深度学习算法初步应用于制造企业的产品需求预

测方面ꎮ 任春华等[１２] 首先提出一种优势矩阵结合

轻梯度提升机(ｌｉｇｈｔ ｇｒａｄｉｅｎｔ ｂｏｏｓｔｉｎｇ ｍａｃｈｉｎｅꎬ ｌｉｇｈｔ￣
ＧＢＭ)、门控循环神经网络 ( ｇａｔｅｄ ｒｅｃｕｒｒｅｎｔ ｕｎｉｔꎬ
ＧＲＵ)的组合预测模型用于汽车配件需求预测ꎬ该
组合模型能够发挥 ２ 种模型的优势ꎬ不仅训练效率

高效且模型结构简单ꎮ Ｗｅｎｇ 等[１３] 提出了一种基于

ｌｉｇｈｔＧＢＭ 和长短期记忆神经网络 ( ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ
ｍｅｍｏｒｙꎬ ＬＳＴＭ)的供应链销售预测模型ꎬ实验结果
表明该模型能够对供应链销售进行准确、高效、可
解释的预测ꎮ 李琼等[１４] 在考虑多产品相互制约的

条件下ꎬ通过 ＧＲＵ￣ＢＰ 组合神经网络预测模型对模
型分析求解后证明预测结果的可行性ꎮ 基于此ꎬ考
虑引入当前较为火热的深度学习算法构建预测模
型ꎬ丰富深度学习算法在制造企业产品需求预测等
方面的应用ꎬ提高预测精度ꎮ

近年来ꎬ制造企业在注重供应价值链建设ꎬ强
化自身竞争优势的同时ꎬ也开始重视多价值链协
同ꎬ通过与产品生产销售中的服务价值链、营销价
值链等协同性管理提高整体的运作效率ꎮ 其中ꎬ多
价值链协同对于制造企业产品需求预测意义重大ꎮ
相比单一供应链ꎬ多价值链协同能够获取更为全面
的相关数据ꎬ帮助制造企业进行供准确的产品需求
预测ꎮ

通过上述分析ꎬ提出一种基于一维卷积神经网
络 ( ｏｎｅ￣ｄｉｍｅｎｓｉｏｎａｌ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓꎬ
１Ｄ￣ＣＮＮ)￣长短期记忆神经网络的组合预测方法ꎬ将
其应用于制造企业的产品需求预测ꎬ通过供应链、
服务链、营销链等获取足够的多链数据用于模型训
练ꎬ构建出拟合度高的 １Ｄ￣ＣＮＮ￣ＬＳＴＭ 模型ꎬ从而精
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准预测产品需求ꎮ 模型首先采用 １Ｄ￣ＣＮＮ 自动提取
历史产品需求数据的深层次特征ꎬ接着利用 ＬＳＴＭ
对数据的深层次特征进行处理学习ꎬ构建时间序列
模型实现产品需求的预测ꎮ 最后基于某制造企业
产品需求的历史相关数据进行预测ꎬ并将模型预测
结果同传统神经网络模型的预测进行比较ꎬ分析本
文构建模型的有效性ꎮ

１　 多价值链视角下影响因素的选择

１􀆰 １　 构建多价值链协同的数据空间

图 １　 多价值链协同视角下产品的数据空间及数据获取

Ｆｉｇ􀆰 １　 Ｐｒｏｄｕｃｔ ｄａｔａ ｓｐａｃｅ ａｎｄ ｄａｔａ ａｃｑｕｉｓｉｔｉｏｎ ｆｒｏｍ ｔｈｅ ｐｅｒｓｐｅｃｔｉｖｅ ｏｆ ｍｕｌｔｉ ｖａｌｕｅ ｃｈａｉｎ ｃｏｌｌａｂｏｒａｔｉｏｎ

传统的制造企业产品需求预测通常只考虑了
单一供应链的物料需求、销售数据等情况ꎬ没有考
虑到下游代理商的产品售后相关数据、产品营销策
略等其他价值链中相关因素的影响ꎬ预测结果不够
精确ꎮ 尤其是现在市场环境复杂ꎬ制造企业的代理
商、供应商众多ꎬ供应和销售渠道增多ꎬ企业间关系
愈发复杂和紧密ꎬ产品需求的影响因素越发复杂ꎬ
仅单一价值链内的数据难以准确预测ꎮ 因此ꎬ应该
从多价值链协同入手ꎬ协同利益相关企业ꎬ在大数
据时代数据多且杂的背景下构建数据空间ꎬ避免大
量无用数据的干扰ꎬ从海量数据中收集与产品相关
的多链数据集ꎬ用于产品需求预测等相关活动ꎮ 数

据空间是以对象为主体ꎬ其全生命周期内围绕业务
产生的关联数据的集合ꎬ充分地考虑了如何在最大
程度上利用和展现数据的有效性及可行性ꎬ使得其
在打破“数据孤岛”ꎬ推动多源异构数据快速融合方
面快速确立了领先优势[１５]ꎮ 构建数据空间有利于
积累信息资源ꎬ用于客户挖掘ꎬ物料需求预测、产品
需求预测、优化物流调度等方面ꎮ 例如ꎬ本文进行
产品需求预测ꎬ从产品数据空间中获取多链数据
集ꎬ通过全面的数据助力预测精度的提高ꎮ 多价值
链协同视角下产品的数据空间及数据获取如图 １
所示ꎮ
１􀆰 ２　 产品需求影响因素分析

多价值链数据是由产品需求相关影响因素的
相应数据构成ꎬ主要包括产品全生命周期过程中供
应商、制造商、分销商等链上企业在日常业务中产
生的采购、库存、销售、售后等相关信息数据[１６]ꎮ 构
建预测模型进行产品需求预测ꎬ首先需要选取关键
影响因素作为预测模型的输入ꎮ 产品需求变化的
驱动因素众多ꎬ全面选择影响程度大的因素对预测
结果的准确性有显著影响ꎮ

在供应链环节上ꎬ供应商、制造商和客户是产
品需求的主要影响主体ꎬ分析其中的主要影响因素

５１４３１２０２１ꎬ２１(３１) 吴庚奇ꎬ等:多价值链视角下基于深度学习算法的制造企业产品需求预测
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包括产品零部件的供应量、零部件采购总成本、采
购提前期、产品订单数量、市场占有率等[１７]ꎮ 在服
务链环节上ꎬ产品售后服务过程中的产品退换、三
包保养、零部件更换等因素对产品需求也会产生一
定的影响ꎮ 在营销环节上ꎬ产品价格、营销折扣、节
假日和新增客户数量也等与产品的销售情况紧密
相关ꎮ

２　 １Ｄ￣ＣＮＮ￣ＬＳＴＭ 模型构建

２􀆰 １　 １Ｄ￣ＣＮＮ 模型
ＣＮＮ 是一种包含卷积计算且具有深度结构的

前馈神经网络ꎬ其基本结构由输入层、卷积层、池化
层、全连接层及输出层构成[１８]ꎮ 相比传统神经网络
模型ꎬＣＮＮ 引入感受野机制ꎬ具有局部感受野、权值
共享和池化的特点ꎬ减少了神经元连接数目和训练
参数ꎬ从而降低网络模型复杂度ꎬ减少过拟合ꎬ获得
较好的泛化能力[１９]ꎮ ＣＮＮ 模型具有强大的特征识
别和提取能力ꎬ可以应用于在时间序列数据分类
上ꎬ有效的预测时间序列数据的走势[２０]ꎮ 时间序列
预测一般使用 １Ｄ￣ＣＮＮ 模型ꎬ其卷积和池化仅在一
维尺度上进行ꎬ卷积核在时间序列数据上进行窗口
平移ꎬ提取局部序列段与权重进行点乘得到卷积
层ꎬ进而进行池化下采样得到池化层ꎬ多次反复卷
积和池化ꎬ提取出时间序列数据的关键特征ꎬ使得
预测性能得到优化ꎮ １Ｄ￣ＣＮＮ 模型的基本结构如
图 ２所示ꎮ

图 ２　 １Ｄ￣ＣＮＮ 的基本结构图

Ｆｉｇ􀆰 ２　 Ｂａｓｉｃ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ １Ｄ￣ＣＮＮ

２􀆰 １􀆰 １　 卷积层

卷积层通过卷积核与输入数据的卷积运算获
取数据潜在的特征ꎮ 其中ꎬ卷积核即为滤波器ꎬ过
滤不重要的信息ꎬ抓取数据中潜在的重要特征ꎮ 卷
积运算实现了人体的感受野机制ꎬ通过局部连接的
方式克服了传统神经网络中全连接方式导致的维
度灾难ꎬ减少了计算量ꎬ大幅降低了神经网络模型

的训练难度[２１]ꎮ 卷积运算公式为
ｘｌ
ｉ ＝ ｆ(ｋｌ

ｉ∗ ｘｌ －１
ｉ ＋ ｂｌ

ｉ) (１)
式(１)中: ｘｌ

ｉ 为第 ｌ 层的第 ｉ 个输入特征量ꎻ ｋｌ
ｉ 为第 ｌ

层第 ｉ 个卷积核的权重矩阵ꎻ ｘｌ －１
ｉ 为第 ｌ 层的输出特

征ꎻ ｂｌ
ｉ 为第 ｌ 层的第 ｉ 个偏置项ꎻ ｆ 为激活函数ꎮ 在

现有的研究中ꎬ常用的激活函数有 Ｓ 型生长曲线函
数(ｓｉｇｍｏｉｄ ｆｕｎｃｔｉｏｎꎬＳｉｇｍｏｉｄ)、双曲正切函数(ｈｙｐｅｒ￣
ｂｏｌｉｃ ｔａｎｇｅｎｔ ｆｕｎｃｔｉｏｎꎬＴａｎｈ)、线性整流函数(ｒｅｃｔｉｆｉｅｄ
ｌｉｎｅａｒ ｕｎｉｔꎬ ＲｅＬＵ)、带泄露修正线性整流函数(ｌｅａｋｙ
ｒｅｃｔｉｆｉｅｄ ｌｉｎｅａｒ ｕｎｉｔꎬ Ｌｅａｋｙ ＲｅＬＵ ) 等[２２]ꎮ 其 中ꎬ
ＲｅＬＵ函数计算高效ꎬ收敛速度相比 Ｓｉｇｍｏｉｄ 和 Ｔａｎｈ
更快ꎬ而且不会出现梯度饱和情况ꎬ可以防止梯度
消失ꎬ但同时也存在神经元“坏死”的缺点ꎮ Ｌｅａｋｙ
ＲｅＬＵ函数的提出有效缓解了 ＲｅＬＵ 函数容易出现
“死亡神经元”的问题ꎮ 因此ꎬ本文中选用 Ｌｅａｋｙ Ｒｅ￣
ＬＵ 函数作为激活函数ꎮ
２􀆰 １􀆰 ２　 池化层

除了卷积层ꎬＣＮＮ 也经常使用池化层来缩减输
入特征的大小ꎮ 池化主要通过减少网络的参数来
减小计算量ꎬ提高计算速度ꎬ同时提高所提取特征
的鲁棒性ꎬ防止过拟合ꎮ 池化操作方法一般包括最
大池化、平均池化[２３]ꎬ计算公式分别为

ｙｌ ＋１
ｉ ( ｊ) ＝ ｍａｘ

ｋ∈Ｄｊ
{ｘｌ

ｉ(ｋ)} (２)

ｙｌ ＋１
ｉ ( ｊ) ＝ ｍｅａｎ

ｋ∈Ｄｊ
{ｘｌ

ｉ(ｋ)} (３)

式中: ｙｌ ＋１
ｉ ( ｊ) 为池化处理后第 ｌ ＋ １ 层的第 ｉ 个特征

矩阵中的值ꎻ ｘｌ
ｉ(ｋ) 为第 ｌ 层的第 ｉ 个特征矩阵在池

化范围内的值ꎻ Ｄ ｊ 为池化范围ꎮ
２􀆰 ２　 ＬＳＴＭ 模型

循环神经网络( ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓꎬＲＮＮ)
主要用来处理序列数据ꎬ在预测领域得到了大量的
应用ꎮ 但随着时间序列长度的增加ꎬ由于梯度消失
或梯度爆炸问题的存在ꎬ传统的 ＲＮＮ 会产生长跨度
依赖问题ꎬ难以保持长期记忆[２４]ꎮ ＬＳＴＭ 是 ＲＮＮ 的
一种改进模型ꎬ其神经单元由输入门、遗忘门和输
出门构成ꎬ通过门决定以往信息和即时信息的记忆
程度ꎬ解决了长期依赖问题[２５]ꎮ 遗忘门用于决定遗
弃多少细胞状态中的过去信息和当前信息ꎻ输入门
的作用是将有用的新信息加入到细胞状态ꎻ输出门
的作用是从当前状态中选择重要的信息作为细胞
状态的输出[２６]ꎮ ＬＳＴＭ 模型的基本结构如图 ３
所示ꎮ

遗忘门、输入门和输出门的计算公式为
ｆｔ ＝ σ(Ｗｆ[ｈｔ －１ꎬｘｔ] ＋ ｂｆ) (４)
ｉｔ ＝ σ(Ｗｉ[ｈｔ －１ꎬｘｔ] ＋ ｂｉ) (５)

Ｃ~ ｔ ＝ ｔａｎｈ(ＷＣ[ｈｔ －１ꎬｘｔ] ＋ ｂｃ) (６)
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σ 为 Ｓｉｇｍｏｉｄ 激活函数ꎻ ｘｔ－１、ｘｔ、ｘｔ＋１ 为输入ꎬ ｈｔ－１、ｈｔ、ｈｔ＋１ 为输出ꎻ ｆｔ 为遗忘门ꎬ ｉｔ 为输入门ꎬ ｏｔ 为输出门ꎻ

Ｃｔ 表示当前细胞状态ꎬ Ｃ~ ｔ 表示当前候选细胞状态ꎻ 􀱋 和 􀱇 表示运算方式

图 ３　 ＬＳＴＭ 基本结构图

Ｆｉｇ􀆰 ３　 Ｂａｓｉｃ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ＬＳＴＭ

Ｃｔ ＝ ｆｔ × Ｃｔ －１ ＋ ｉｔ × Ｃ~ ｔ (７)
ｏｔ ＝ σ(Ｗｏ[ｈｔ －１ꎬｘｔ] ＋ ｂｏ) (８)
ｈｔ ＝ ｏｔ × ｔａｎｈ Ｃｔ (９)

式中: Ｗｆ、Ｗｉ 和 Ｗｏ 分别为遗忘门、输入门和输出门

的权重矩阵ꎻ ＷＣ 为细胞状态的权重矩阵ꎻ ｂｆ、ｂｉ 和

ｂｏ 分别为遗忘门、输入门和输出门的偏置项ꎻ ｂＣ 为

细胞状态的偏置项ꎮ
２􀆰 ３　 １Ｄ￣ＣＮＮ￣ＬＳＴＭ 组合模型

１Ｄ￣ＣＮＮ 可以快速挖掘时间序列数据中隐藏的

特征ꎬ但无法学习到时间序列数据中的长依赖特

性ꎻＬＳＴＭ 具有较好的长期记忆能力ꎬ但对时间序列

数据隐藏信息的挖掘不如 １Ｄ￣ＣＮＮꎮ 因此ꎬ本文中

结合 １Ｄ￣ＣＮＮ 和 ＬＳＴＭ 两种模型ꎬ首先更好地挖掘

出时间序列数据深层次的隐藏特征ꎬ再进行时间序

列预测ꎬ聚合两种模型的优势以提高预测精度ꎮ 本

文构建的 １Ｄ￣ＣＮＮ￣ＬＳＴＭ 组合模型的预测流程如

图 ４所示ꎮ

图 ４　 １Ｄ￣ＣＮＮ￣ＬＳＴＭ 组合模型的预测流程图

Ｆｉｇ􀆰 ４　 Ｐｒｅｄｉｃｔｉｏｎ ｆｌｏｗ ｃｈａｒｔ ｏｆ １Ｄ￣ＣＮＮ￣ＬＳＴＭ
ｃｏｍｂｉｎｅｄ ｍｏｄｅｌ

如图 ４ 所示ꎬ１Ｄ￣ＣＮＮ￣ＬＳＴＭ 组合模型的及具体

实现步骤如下ꎮ
步骤 １　 获取原始数据ꎬ将数据预处理后输入

１Ｄ￣ＣＮＮ 模型ꎻ
步骤 ２ 　 输入数据在 １Ｄ￣ＣＮＮ 模型中进行两次

卷积和池化操作ꎬ提取数据特征ꎻ
步骤 ３ 　 将 １Ｄ￣ＣＮＮ 模型处理后得到的特征数

据集输入 ＬＳＴＭ 模型中ꎬ进行时间序列预测ꎻ
步骤 ４　 利用全连接层对将 ＬＳＴＭ 模型的输出

数据进一步处理ꎬ最后输出预测结果ꎮ

３　 实例分析

３􀆰 １　 数据与实验环境

３􀆰 １􀆰 １　 数据获取

以某电气设备制造企业为研究对象ꎬ对生产销
售的环网柜需求进行算例分析ꎮ 综合考虑制造企

业供应链、服务链、营销链对产品需求的影响以及
相关数据的可获取性ꎬ选取产品价格折扣、产品不
合格数量、节假日(节假日及周末为 １ꎬ正常上班日

期为 ０)、新增客户数量作为产品需求预测模型的输
入变量ꎬ以销售数量作为产品需求量ꎬ构建多价值
链数据集ꎬ用于产品需求预测ꎮ 获取的数据为 ２０２０
年 ７ 月 ６ 日—２０２１ 年 ７ 月 ３０ 日之间的每日数据ꎮ
其中ꎬ随机抽取 ８０％ 的数据集作为训练集ꎬ进行预
测模型训练ꎻ以剩下的 ２０％ 数据集作为测试集ꎬ对
训练好的模型的预测精度进行检验ꎮ 环网柜需求
相关的部分多链数据集如表 １ 所示ꎮ

表 １　 环网柜需求相关的部分多链数据集

Ｔａｂｌｅ １　 Ｓｏｍｅ ｍｕｌｔｉ ｌｉｎｋ ｄａｔａｓｅｔｓ ｒｅｌａｔｅｄ ｔｏ ｒｉｎｇ ｍａｉｎ
ｕｎｉｔ ｒｅｑｕｉｒｅｍｅｎｔｓ

日期
价格

折扣

不合格

数量
节假日

新增客

户数量
销售量

２０２０￣０７￣０６ ０􀆰 ３３ １９ ０ １ ２７
２０２０￣０７￣０７ ０􀆰 ２７ ３８ ０ ３ ３８
２０２０￣０７￣０８ ０􀆰 ００ ０ ０ ０ ０

⋮ ⋮ ⋮ ⋮ ⋮ ⋮
２０２１￣０７￣２９ ０􀆰 ３５ ０ ０ ２ １
２０２１￣０７￣３０ ０􀆰 ２４ ４ ０ １ １０

７１４３１２０２１ꎬ２１(３１) 吴庚奇ꎬ等:多价值链视角下基于深度学习算法的制造企业产品需求预测
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３􀆰 １􀆰 ２　 数据预处理

从数据空间中获取的多链数据集需要进行预处
理ꎬ防止数据不规范、异常等因素对预测结果产生影
响ꎬ主要处理方式包括缺失值处理、归一化处理ꎮ

(１)缺失值处理ꎮ 部分数据有可能在数据空间
记录过程中出现某条数据样本丢失或不全的情况ꎮ
这些缺失值取前后时刻该特征值的平均数ꎮ

(２)归一化处理ꎮ 为了消除数据之间的相互影
响ꎬ让 １Ｄ￣ＣＮＮ￣ＬＳＴＭ 组合预测模型收敛更快更稳
定ꎬ采用 ｍｉｎ￣ｍａｘ 法进行归一化处理ꎬ将数据映射到
[０ꎬ１]区间内ꎮ 归一化公式为

ｘｎｏｒｍ ＝
ｘ － ｘｍｉｎ

ｘｍａｘ － ｘｍｉｎ
(１０)

式(１０)中: ｘｎｏｒｍ 为归一化处理后的数值ꎻ ｘ 为当前
的观测值ꎻ ｘｍｉｎ 和 ｘｍａｘ 分别为样本数据的最小值和
最大值ꎮ
３􀆰 １􀆰 ３　 实验环境

实验平台为 ＡＭＤ Ｒｙｚｅｎ ５ ４６００Ｕ ｗｉｔｈ Ｒａｄｅｏｎ
Ｇｒａｐｈｉｃｓꎬ主频 ２􀆰 １ ＧＨｚꎬ１６ Ｇ ＲＡＭ 以及 Ｗｉｎｄｏｗｓ １０
６４ 位操作系统ꎮ 本文中采用 Ｐｙｔｈｏｎ ３􀆰 ７ 构建实验
模型ꎬ基于 Ｐｙｔｈｏｎ 的深度学习库 Ｋｅｒａｓ２􀆰 ０ 实现ꎬ
Ｋｅｒａｓ 以 ＴｅｎｓｏｒＦｌｏｗ 或 Ｔｈｅａｎｏ 作为后端ꎬ是一个非
常方便的深度学习框架ꎮ １Ｄ￣ＣＮＮ￣ＬＳＴＭ 模型的超
参数设置在一定程度上会影响预测性能ꎬ经过反复
试验ꎬ确定了相对较优的超参数如表 ２ 所示ꎬ模型组
件的参数设置如表 ３ 所示ꎮ

表 ２　 １Ｄ￣ＣＮＮ￣ＬＳＴＭ 模型超参数设置

Ｔａｂｌｅ ２　 Ｓｕｐｅｒ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇ ｏｆ １Ｄ￣ＣＮＮ￣ＬＳＴＭ
ｃｏｍｂｉｎｅｄ ｍｏｄｅｌ

超参数 值
ｔｉｍｅ＿ｓｔｅｐｓ ６
ｂａｔｃｈ＿ｓｉｚｅ ８
ｅｐｏｃｈｓ １５０

损失函数 ＭＳＥ
优化器 Ａｄｍａ

激活函数 Ｒｅｌｕ
池化层 最大池化

表 ３　 １Ｄ￣ＣＮＮ￣ＬＳＴＭ 模型的模型组件参数设置

Ｔａｂｌｅ ３　 Ｍｏｄｅｌ ｃｏｍｐｏｎｅｎｔｓ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇ ｏｆ
１Ｄ￣ＣＮＮ￣ＬＳＴＭ ｃｏｍｂｉｎｅｄ ｍｏｄｅｌ

模型组件 内核尺寸 卷积核(神经元)数量 参数数量
Ｄｅｎｓｅ 层 — １２８ ７６８
卷积层 １ １ × １ １２８ １６ ５１２

最大池化层 １ １ × １ — ０
卷积层 ２ １ × １ １２８ １６ ５１２

最大池化层 ２ １ × １ — ０
ＬＳＴＭ１ — ３２ ２０ ６０８
ＬＳＴＭ２ — ８ １ ３１２

Ｄｅｎｓｅ 层 １ — ３２ ２８８
Ｄｅｎｓｅ 层 ２ — １ ３３

３􀆰 ２　 预测结果
对比训练集和验证集的损失值和误差值可以

反映模型的拟合能力ꎬ因此从训练集中随机选取
２０％的数据集作为验证集对模型进行验证ꎮ 本文训
练模型的训练集和验证集的损失曲线如图 ５ 所示ꎬ
训练集和验证集的误差曲线如图 ６ 所示ꎮ 从图 ５和
图 ６ 可以看出ꎬ随着训练次数的增加ꎬ训练集和验证
集的损失值和误差值先是快速下降ꎬ而后收敛ꎬ趋
于平稳ꎬ并且损失值和误差值都收敛于较小的值ꎬ
反映了本文训练的 ＣＮＮ￣ＬＳＴＭ 模型泛化能力较好ꎬ
拟合程度较高ꎮ

利用测试集对训练好的模型进一步进行性能
验证ꎬ图 ７ 为测试集的预测结果ꎮ 对比预测值和实
际值的曲线可以看出ꎬ预测值和实际值十分接近ꎬ
预测精度较高ꎬ说明 ＣＮＮ￣ＬＳＴＭ 模型具有较好的预
测能力ꎮ

图 ５　 训练集和验证集的损失对比

Ｆｉｇ􀆰 ５　 Ｌｏｓｓ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｒａｉｎｉｎｇ ｓｅｔ ａｎｄ ｖｅｒｉｆｉｃａｔｉｏｎ ｓｅｔ

图 ６　 训练集和验证集的误差对比

Ｆｉｇ􀆰 ６　 Ｅｒｒｏｒ ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｒａｉｎｉｎｇ ｓｅｔ ａｎｄ
ｖｅｒｉｆｉｃａｔｉｏｎ ｓｅｔ

图 ７　 预测结果对比

Ｆｉｇ􀆰 ７　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

８１４３１
科　 学　 技　 术　 与　 工　 程

Ｓｃｉｅｎｃｅ Ｔｅｃｈｎｏｌｏｇｙ ａｎｄ Ｅｎｇｉｎｅｅｒｉｎｇ ２０２１ꎬ２１(３１)
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３􀆰 ３　 与其他模型对比
选取 均 方 根 误 差 ( ｒｏｏｔ ｍｅａｎ ｓｑｕａｒｅ ｅｒｒｏｒꎬ

ＲＭＳＥ)、平均绝对误差(ｍｅａｎ ａｂｓｏｌｕｔｅ ｅｒｒｏｒꎬ ＭＡＥ)
两种评价指标来检验模型的预测效果ꎬ其计算公
式为

ｅＲＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
(ｙｉ － ｙ^ｉ)

２

(１１)

ｅＭＡＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
ｙｉ － ｙ^ｉ (１２)

进一步验证本文构建模型的有效性ꎬ分别与
ＬＳＴＭ 模型、ＢＰ 模型以及 ＰＳＯ￣ＢＰ 模型进行实验对
比ꎮ 选取这些模型基于以下几点考虑:①与 ＬＳＴＭ
模型进行对比ꎬ验证利用 ＣＮＮ 改进的 ＬＳＴＭ 模型是
否能够通过抓取深层次数据特征而提高模型的预
测精度ꎻ②与 ＢＰ 模型、ＰＳＯ￣ＢＰ 模型进行对比ꎬ验证
深度学习模型的学习能力是否优于传统神经网络
模型ꎬ能够训练出拟合能力更强的预测模型ꎮ 其
中ꎬＬＳＴＭ 模型的参数设置为:ＬＳＴＭ１ 神经元数量为
１２８ꎬＬＳＴＭ１ 神经元数量为 ６４ꎬＤｒｏｐｏｕｔ 比率取 ０􀆰 ２ꎬ
Ｄｅｎｓｅ 层 １ 参数为 ３２ꎬＤｅｎｓｅ 层 ２ 参数为 １ꎮ ＢＰ 模型
的参数设置为:隐藏层节点数为 ４ꎬ训练次数为
１ ０００ 次ꎬ学习率为 ０􀆰 ０１ꎬ最小误差为 ０􀆰 ０００ ０１ꎮ
ＰＳＯ￣ＢＰ模型的参数设置为:初始种群数为 ５０ꎬ粒子
更新位置最大速度为 ０􀆰 ９ꎬ粒子更新位置最大速度
为 ０􀆰 １ꎬ隐藏层节点数为 ４ꎮ 如表 ４ 所示为不同模型
预测结果的误差值ꎮ

表 ４　 不同模型预测结果的误差对比

Ｔａｂｌｅ ４　 Ｅｒｒｏｒ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ
ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型 ＲＭＳＥ ＭＡＥ
１Ｄ￣ＣＮＮ￣ＬＳＴＭ ６􀆰 ６９ ２􀆰 ８１

ＬＳＴＭ ７􀆰 ２１ ３􀆰 ５２
ＢＰ １１􀆰 ７８ ７􀆰 １６

ＰＳＯ￣ＢＰ ８􀆰 ２３ ４􀆰 １９

　 　 从表 ４ 可以看出ꎬＬＳＴＭ 模型的误差小于 ＢＰ 模
型和 ＰＳＯ￣ＢＰ 模型ꎮ 这说明了相比传统的神经网
络ꎬ深度学习网络在足够数据量的支持下进行深层
次的学习拟合ꎬ能够搭建出预测精度更高的预测模
型ꎮ 另外考虑到了数据潜在特征的 １Ｄ￣ＣＮＮ￣ＬＳＴＭ
模型ꎬ则在 ＬＳＴＭ 模型的基础上进一步提升了预测
精度ꎮ

４　 结论

基于多价值链协同视角下制造企业的产品预
测需求ꎬ首先提出数据空间的概念ꎬ构建产品数据
空间能够有效整合产品需求变化的所有相关数据ꎮ

当企业需要进行产品需求预测、物料需求预测等相
关活动时ꎬ可以简单高效地从数据空间中获取预测
所需的历史数据ꎮ 其次ꎬ引入深度学习算法ꎬ提出
了 １Ｄ￣ＣＮＮ￣ＬＳＴＭ 的预测模型ꎬ该模型既能快速挖
掘数据隐藏的深层次特征ꎬ又能长时间记忆历史数
据中的信息ꎬ能够有效保证预测精度ꎮ 最后ꎬ利用
某电力设备制造企业的环网柜销售相关数据对提
出的模型进行算例分析ꎬ并与其他预测模型进行误
差对比ꎬ验证本文提出模型的预测效果ꎮ 主要结论
如下ꎮ

(１)整合企业生产经营活动中产生的所有相关
数据构建数据空间ꎬ可以用于产品需求预测、优化
物流调度等方面ꎬ为企业的经营决策提供依据ꎮ

(２)多价值链协作背景下ꎬ综合考虑多链对产
品需求的影响进行预测ꎬ其预测效果优于仅考虑单
一供应链上的影响因素ꎮ

(３)本文构建的 １Ｄ￣ＣＮＮ￣ＬＳＴＭ 模型有效ꎬ预测
精度高、误差小ꎮ 其预测效果不仅好于传统的神经
网络模型ꎬ也优于单一的 ＬＳＴＭ 预测模型ꎮ
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