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基于 ＡＲＩＭＡ￣ＫＦ 模型的船舶系统设备状态参数预测

陈方圆ꎬ 邹永久ꎬ 张　 鹏ꎬ 张跃文∗ꎬ 孙培廷
(大连海事大学轮机工程学院ꎬ 大连 １１６０２６)

摘　 要　 针对目前大多数预测模型在船舶智能运维领域应用过程中存在的预测精度偏低、模型不易构建等问题ꎬ提出了自回

归积分滑动平均模型(ａｕｔｏ￣ｒｅｇｒｅｓｓｉｖｅ ｉｎｔｅｇｒａｔｅｄ ｍｏｖｉｎｇ￣ａｖｅｒａｇｅ ｍｏｄｅｌꎬＡＲＩＭＡ)和卡尔曼滤波(Ｋａｌｍａｎ ｆｉｌｔｅｒꎬＫＦ)相结合的船舶

系统设备状态参数组合预测模型———ＡＲＩＭＡ￣ＫＦ 模型ꎮ 该模型首先构建了 ＡＲＩＭＡ 单步和多步预测模型ꎻ然后利用 ＫＦ 算法

对 ＡＲＩＭＡ 预测模型参数值进行寻优ꎬ得到 ＡＲＩＭＡ￣ＫＦ 组合预测模型ꎻ最后ꎬ基于组合模型对船舶海水冷却系统状态参数进行

预测ꎬ将预测值与实船获取的实际值进行对比及误差分析ꎮ 结果表明ꎬ采用基于 ＡＲＩＭＡ￣ＫＦ 组合模型比单一的 ＡＲＩＭＡ 模型

预测精度提高 ３％左右ꎮ 研究结果对船舶系统设备的健康管理和视情维修具有一定的指导意义ꎮ
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ｅｄ ｍｏｖｉｎｇ￣ａｖｅｒａｇｅ ｍｏｄｅｌꎬＡＲＩＭＡ) ａｎｄ Ｋａｌｍａｎ ｆｉｌｔｅｒ(ＫＦ)ꎬ ｗａｓ ｐｒｏｐｏｓｅｄ. Ｆｉｒｓｔｌｙꎬ ｔｈｅ ｓｉｎｇｌｅ￣ｓｔｅｐ ａｎｄ ｍｕｌｔｉ￣ｓｔｅｐ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌｓ ｏｆ
ＡＲＩＭＡ ｗｅｒｅ ｃｏｎｓｔｒｕｃｔｅｄ. Ｓｅｃｏｎｄｌｙꎬ ｔｈｅ Ｋａｌｍａｎ ｆｉｌｔｅｒ ａｌｇｏｒｉｔｈｍ ｗａｓ ｕｓｅｄ ｔｏ ｏｐｔｉｍｉｚｅ ｔｈｅ ｐａｒａｍｅｔｅｒ ｖａｌｕｅｓ ｏｆ ｔｈｅ ＡＲＩＭＡ ｐｒｅｄｉｃｔｉｏｎ
ｍｏｄｅｌꎬ ａｎｄ ｔｈｅ ＡＲＩＭＡ￣ＫＦ ｃｏｍｂｉｎｅｄ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ ｗａｓ ｏｂｔａｉｎｅｄ. Ｆｉｎａｌｌｙꎬ ｔｈｅ ｓｔａｔｅ ｐａｒａｍｅｔｅｒｓ ｏｆ Ｍａｒｉｎｅ ｓｅａｗａｔｅｒ ｃｏｏｌｉｎｇ ｓｙｓｔｅｍ
ｗｅｒｅ ｐｒｅｄｉｃｔｅｄ ｂａｓｅｄ ｏｎ ｔｈｅ ｃｏｍｂｉｎｅｄ ｍｏｄｅｌꎬ ａｎｄ ｔｈｅ ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ ｗｅｒｅ ｃｏｍｐａｒｅｄ ｗｉｔｈ ｔｈｅ ａｃｔｕａｌ ｖａｌｕｅｓ ｏｂｔａｉｎｅｄ ｂｙ ｔｈｅ ａｃｔｕａｌ
ｓｈｉｐ ａｎｄ ｔｈｅ ｅｒｒｏｒ ａｎａｌｙｓｉｓ ｉｓ ｍａｄｅ. Ｔｈｅ ｒｅｓｕｌｔｓ ｓｈｏｗ ｔｈａｔ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ａｃｃｕｒａｃｙ ｏｆ ｔｈｅ ｃｏｍｂｉｎｅｄ ＡＲＩＭＡ￣ＫＦ ｍｏｄｅｌ ｉｓ ａｂｏｕｔ ３％ ｈｉｇｈ￣
ｅｒ ｔｈａｎ ｔｈａｔ ｏｆ ｔｈｅ ｓｉｎｇｌｅ ＡＲＩＭＡ ｍｏｄｅｌ. Ｔｈｅ ｒｅｓｕｌｔｓ ｏｆ ｔｈｉｓ ｓｔｕｄｙ ｈａｖｅ ｃｅｒｔａｉｎ ｇｕｉｄｉｎｇ ｓｉｇｎｉｆｉｃａｎｃｅ ｆｏｒ ｔｈｅ ｈｅａｌｔｈ ｍａｎａｇｅｍｅｎｔ ａｎｄ ｃｏｎｄｉ￣
ｔｉｏｎ￣ｂａｓｅｄ ｍａｉｎｔｅｎａｎｃｅ ｏｆ ｓｈｉｐ ｓｙｓｔｅｍ ａｎｄ ｅｑｕｉｐｍｅｎｔ.
[Ｋｅｙｗｏｒｄｓ]　 ｉｎｔｅｌｌｉｇｅｎｔ ｏｐｅｒａｔｉｏｎ ａｎｄ ｍａｉｎｔｅｎａｎｃｅꎻ ｃｏｍｂｉｎｅｄ ｍｏｄｅｌꎻ ｓｔａｔｅ ｐａｒａｍｅｔｅｒ ｐｒｅｄｉｃｔｉｏｎꎻ Ｋａｌｍａｎ ｆｉｌｔｅｒ

　 　 随着大数据技术的快速发展和 ５Ｇ 时代的到
来ꎬ智能船舶已成为船舶行业未来发展的必然趋
势[１]ꎮ 船舶系统设备状态参数预测研究也将成为
船舶智能化发展的重要基础技术之一ꎮ 基于数据
驱动的方法ꎬ如何有效地利用航参数据ꎬ建立预测
模型ꎬ实现对船舶系统及设备工作状态的智能分析
和准确预测ꎬ提高智能船舶的可靠性和船舶智能设
备的可操作性ꎬ是目前亟需解决的问题[２]ꎮ 此外ꎬ
船舶系统设备状态参数预测不仅可以实现船舶系

统设备剩余寿命预测ꎬ还能为轮机员提供辅助决策
支持[３]ꎮ

目前ꎬ在船舶领域中常用的预测方法主要有灰
色模型、ＢＰ( ｂａｃｋ ｐｒｏｐａｇａｔｉｏｎ) 神经网络等ꎮ 南晓
雪[４]采用灰色模型实现了对有变化趋势的港口船
舶通航能力进行了准确预测ꎮ 但灰色模型只能识
别单一参数ꎬ限制了其使用范围ꎬ且使用单一算法
对参数预测的精度较低ꎬ无法满足船舶系统设备状
态参数预测的实际需求ꎮ 王子铭等[５] 基于长短期
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记忆神经网络中的时间序列预测模型构建了主机
油耗实时预报模型ꎬ实现了对船舶在航行过程中主

机油耗参数的实时预测ꎮ 吕鹏飞等[６] 以船舶运输

量为主要研究对象ꎬ结合马尔科夫预测模型ꎬ对 ＢＰ
神经网络进行优化ꎬ实现了对运输量趋势的准确预

测ꎮ 王新全等[７]构建了基于遗传算法优化的 ＢＰ 神

经网络预测模型ꎬ实现了对船舶主机排气温度变化
趋势的准确预测ꎮ 尹倩[８] 基于长短期记忆循环神

经网络的温度预测分析模型ꎬ实现了对压缩机出风
口和涡轮机出口的未来温度变化进行了预测ꎮ 上
述基于神经网络进行预测的方法虽然提高了预测
的准确度ꎬ但是基于神经网络方法需要从训练集中
选取一些典型的样本重新构建训练集ꎬ容易陷入局
部收敛ꎬ对样本依赖性较大ꎬ只适用于个别条件下
船舶系统设备状态参数预测ꎮ 近年来ꎬ也有不少专
家和学者通过采用自回归滑动平均( ａｕｔｏ￣ｒｅｇｒｅｓｓｉｖｅ
ｍｏｖｉｎｇ￣ａｖｅｒａｇｅ ｍｏｄｅｌꎬＡＲＭＡ)模型ꎬ实现了对船舶

系统及设备状态参数的预测ꎮ 孙晓磊等[９] 构建了
自回归分布式滞后 ＡＲＭＡ 预测模型ꎬ实现了对船舶
动力装置系统状态参数的预测ꎮ 优化后的 ＡＲＭＡ
模型虽然提高了预测的准确度ꎬ但由于船舶工作环
境恶劣ꎬ受到的影响因素具有很大的不确定性ꎬ增
大了优化模型的构建难度ꎮ 因此ꎬ这在很大程度上
限制了上述方法在船舶领域中的实际应用ꎬ亟需研
究新型的组合预测模型ꎮ

针对上述模型的局限性ꎬ现探究船舶系统设备
状态参数的变化规律ꎬ提出一种基于 ＡＲＩＭＡ￣ＫＦ
(ａｕｔｏ￣ｒｅｇｒｅｓｓｉｖｅ ｉｎｔｅｇｒａｔｅｄ ｍｏｖｉｎｇ￣ａｖｅｒａｇｅ ｍｏｄｅｌꎬＫａｌ￣
ｍａｎ ｆｉｌｔｅｒꎬＫＦ)组合模型的船舶系统设备状态参数
的预测方法ꎮ 该模型将两种算法的优势结合在一
起ꎬ能弥补单一模型的不足ꎬ提高模型的准确度ꎮ
此外ꎬ该模型将外界复杂的影响因素归为单一的时

间影响因素来考虑ꎬ可降低模型构建的难度[１０]ꎬ并
依靠卡尔曼滤波算法强大的更新迭代能力ꎬ大大减
少了工作量[３]ꎮ 该模型对船舶系统状态监控和辅

助决策具有一定的指导意义ꎮ

１　 ＡＲＩＭＡ 模型原理以及建模过程

ＡＲＩＭＡ(ｐꎬｄꎬｑ) 模型又称整合移动平均自回归
模型ꎬ其中ꎬ ｐ、ｑ 为 ＡＲＩＭＡ 模型的阶数ꎬ ｄ 为模型差
分次数ꎬ ＡＲＩＭＡ(ｐꎬｄꎬｑ) 模型的实质就是最原始的
非平稳序列做 ｄ次差分处理ꎬ然后再进行 ＡＲＭＡ(ｐꎬ
ｑ) 模型拟合[１０]ꎮ ＡＲＩＭＡ(ｐꎬｄꎬｑ) 模型形式为

１ － ∑
ｐ

ｉ ＝ １
φｉＬｉ( )(１ － Ｌ) ｄｙｔ ＝ １ ＋ ∑

ｑ

ｉ ＝ １
θ ｊＬｉ( )εｔ

(１)

当 ｄ ＝ ０ 时ꎬ该模型为 ＡＲＭＡ(ｐꎬｑ) 模型ꎬ即

ＡＲＭＡ(ｐꎬｑ):ｙｔ ＝ φ０ ＋∑
ｐ

ｉ ＝ １
φｉｙｔ －ｉ ＋ ａｔ －∑

ｑ

ｊ ＝ １
θ ｊａｔ －ｊ

(２)
式中: ｙｔ 为采集到的时序数据ꎬ ｔ 代表采样时间ꎻ
φｉ( ｉ ＝ ０ꎬ１ꎬ２ꎬ􀆺ꎬｐ)、 θ ｊ( ｊ ＝ １ꎬ２ꎬ􀆺ꎬｑ) 为 ＡＲＩＭＡ
模型的参数ꎻ {ａｔ} 为 ｔ时刻白噪声序列ꎻ εｔ 为 ｔ时刻

的零均值白噪声ꎻ Ｌ 为滞后算子ꎮ
建模具体过程如下ꎮ
(１)平稳性检验ꎮ 采集到一组实船数据后ꎬ首

先对该序列进行平稳性检验ꎬ一般采用单位根检验

方法ꎮ 若时序中存在单位根即为非平稳性时间序

列ꎮ 反之ꎬ则为平稳性时间序列ꎬ单位根检验方法

一共包含 ６ 种检验方式ꎬ一般联合使用 ＡＤＦ 检验

(ａｕｇｍｅｎｔｅｄ ｄｉｃｋｅｙ￣ｆｕｌｌｅｒ ｔｅｓｔ)、 ＫＰＳＳ 检验 ( ｋｗｉａｔ￣
ｋｏｗｓｋｉ￣ｐｈｉｌｌｉｐｓ￣ｓｃｈｍｉｄｔ￣ｓｈｉｎ ｔｅｓｔ)可以提高结果的可

靠性[１１]ꎮ
(２)数据预处理ꎮ 若原始数据没有通过平稳性

检验ꎬ则需要对该序列进行零均值处理ꎬ一般是通

过将 ｄ 阶差分算子作用于原始序列 ｙｔꎬ 得到

ＡＲＩＭＡ(ｐꎬｄꎬｑ) 模型ꎮ 一阶差分示例为

Ñ
２ｙｔ ＝ Ñ(ｙｔ － ｙｔ －１) ＝ ｙｔ － ２ｙｔ －１ ＋ ｙｔ －２ (３)

式(３)中: Ñ为差分算子ꎻ ｙｔ、 ｙｔ －１、 ｙｔ －２ 分别表示相邻

时刻采集的数据ꎮ
(３)模型判定ꎮ 对 ＡＲＩＭＡ(ｐꎬｄꎬｑ) 模型的判定

可以结合自相关函数和偏自相关函数性质进行初

步估计ꎬ具体判定方法如表 １ 所示ꎮ

表 １　 模型判定方法

Ｔａｂｌｅ １　 Ｍｏｄｅｌ ｄｅｔｅｒｍｉｎａｔｉｏｎ ｍｅｔｈｏｄ
自相关函数 偏相关函数 模型判定

拖尾 截尾 ＡＲ 模型

截尾 拖尾 ＭＡ 模型

拖尾 拖尾 ＡＲＭＡ 模型

　 　 根据估计得到的不同 ｐ、ｑ 值ꎬ采用 ＡＩＣ 准则
(ａｋａｉｋｅ ｉｎｆｏｒｍａｔｉｏｎ ｃｒｉｔｅｒｉｏｎ)和 ＢＩＣ 准则( ｂａｙｅｓｉａｎ
ｉｎｆｏｒｍａｔｉｏｎ ｃｒｉｔｅｒｉｏｎ)给模型定阶ꎮ 准则公式为

ＡＩＣ(ｐ ＋ ｑ) ＝ Ｂｌｎσａ
２ ＋ ２(ｐ ＋ ｑ)

ＢＩＣ(ｐ ＋ ｑ) ＝ Ｂｌｎσ２
ａ ＋ (ｐ ＋ ｑ)ｌｎＮ{ (４)

式( ４ ) 中: Ｂ 表示时间序列的似然函数ꎻ Ｎ 为

ＡＲＭＡ(ｐꎬｑ) 模型的似然函数ꎻ σ２
ａ 为拟合时序和实

测时序的残差方差ꎬ当 σ２
ａ 最小时ꎬ得到 ｐ、ｑ 值即为

所求的模型阶数ꎮ
(４)参数估计和模型检验ꎮ 参数估计一般采用

ｙｕｌｅ￣ｗａｌｋｅｒ 逆矩阵法ꎮ 模型检验一般采用白噪声检

验方式ꎮ
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２　 卡尔曼滤波

时间序列模型可以转换成状态空间模型的一
种形式ꎬ并通过卡尔曼滤波进行求解[１２]ꎮ 状态空间
模型由状态方程和观测方程两部分组成ꎬ运用状态
空间分析方法将时间作为动态系统的隐藏变量的
一种动态时域模型[１３]ꎮ

状态方程为
Ｘｔ ＝ Ｆｔ Ｘｔ －１ ＋ ｃｔ ＋ Ｒｔ ｗｔ (５)
量测方程为
Ｙ ｔ ＋１ ＝ Ｚ ｔ Ｘｔ ＋ ｄｔ ＋ ｖｔ (６)

式中: Ｘｔ 为 ｔ时刻的状态估计值 ( ｔ ＝ １ꎬ２ꎬ３ꎬ􀆺ꎬＴ)ꎻ
Ｆｔ 代表 ｍ × ｍ 维的状态转移矩阵ꎻ ｃｔ 为 ｍ × １ 维的
常数向量ꎻ Ｒｔ 是 ｍ × ｇ 维的噪声矩阵ꎻ Ｙ ｔ ＋１ 是系统在
ｔ ＋１ 时刻 ｋ × １ 维的观测向量ꎻ Ｚ ｔ 为 ｋ × １ 维量程矩
阵ꎻ ｄｔ 是 ｋ × １ 维的干扰项ꎻ ｗｔ、 ｖｔ 代表的是均值为
０、协方差矩阵分别为 Ｇｔ、Ｑｔ 的干扰项ꎬ即 Ｅ(ｗｔ) ＝
０ꎬ ｖａｒ(ｗｔ) ＝ Ｑｔꎮ Ｅ(ｖｔ) ＝ ０ꎬ ｖａｒ(ｖｔ) ＝ Ｇｔꎬ 且 Ｇｔ、
Ｑｔ 相互独立ꎮ

卡尔曼滤波(Ｋａｌｍａｎ ｆｉｌｔｅｒｉｎｇꎬＫＦ)由状态方程
和测量方程两部分构成ꎬ在状态方程和测量方程已
知的情况下ꎬ从一系列存在观测噪声数据中可以迭
代出系统的最优状态估计[１４]ꎮ

状态方程为
Ｘｔ ＝ Ｆｔ Ｘｔ －１ ＋ Ｂｔ ｕｔ ＋ ｗｔ (７)
测量方程为
Ｙ ｔ ＝ Ｈｔ Ｘｔ ＋ ｖｔ (８)

式中: Ｘｔ、 Ｆｔ、 Ｙ ｔ 分别代表状态向量、状态转移矩阵
和量测向量ꎻ Ｂｔ、 ｕｔ、 Ｈｔ 分别为控制矩阵、状态控制
向量、转换矩阵ꎻ ｗｔ、 ｖｔ 分别为系统噪声和测量噪声
且都服从高斯分布ꎮ 在已知 ｔ － １ 时刻 Ｘｔ －１ 的情况
下ꎬ通过状态方程和测量方程不断更新和预测ꎬ就
可以得到 ｔ 时刻的最优状态值 Ｘｔ｜ ｔ －１ꎮ

系统状态更新步为
Ｘｔ｜ ｔ －１ ＝ Ｆｔ Ｘｔ －１ ＋ Ｂｔ ｕｔ

Ｐ ｔ｜ ｔ －１ ＝ Ｆｔ Ｐ ｔ －１｜ ｔ －１ ＦＴ
ｔ ＋ Ｑ{ (９)

观测量预测步为
Ｙ ｔ｜ ｔ －１ ＝ ＨＸｔ｜ ｔ －１ ＋ ｖｔ

ｅｔ ＝ Ｙ ｔ － Ｙ ｔ｜ ｔ －１

Ｓ ＝ Ｅ(ｅｔ ｅＴ
ｔ )

ì

î

í

ïï

ïï
(１０)

式(９)中: Ｘｔ、 Ｋｔ、 Ｐ ｔ、 Ｐ －
ｔ 分别为 ｔ 时刻的后验状态

估计、卡尔曼增益、后验估计协方差、先验估计协方
差ꎻ Ｙ ｔ｜ ｔ －１、 Ｓｔ、 ｅｔ 分别为单步预测结果、预测误差、预
测误差的协方差ꎮ

若已知 ｔ － １ 时刻系统的最优状态服从高斯分
布的情况下ꎬ即 Ｘｔ －１ ~ ( ｘｔ －１ꎬ Ｐ ｔ －１)ꎬ 根据预测方

程(９)可以直接推导出 ｔ 时刻的状态预测值 Ｘｔ｜ ｔ －１ꎬ
也为 ｔ ＋ １ 时刻的先验估计ꎬ然后再由测量方程[式
(１０)]得到 ｔ时刻的量测状态 Ｙ ｔꎮ将 ｔ时刻的预测值

和量测方程服从的高斯分布相乘ꎬ得到 ｔ 时刻状态

的最优估计服从的高斯分布ꎬ即 Ｘｔ｜ ｔ ~ (ｘｔꎬＰ ｔ)ꎬ 再

返回卡尔曼滤波更新步即式(１０)便得到了卡尔曼

滤波的结果最优状态估计 Ｘｔ 和最优状态协方差估

计 Ｐ ｔꎮ

３　 ＡＲＩＭＡ￣ＫＦ 组合模型预测方法

根据以往研究表明ꎬ在不需要以往存储的历史

数据和已知状态向量初始值、状态协方差矩阵初始
值的情况下ꎬ卡尔曼滤波可通过计算机程序对状态

空间模型参数进行估计ꎬ并且调整卡尔曼滤波的参
数可以寻求和真实曲线吻合度更高的仿真曲线ꎬ达
到提高预测精度的目的[１１]ꎮ 因时间序列 ＡＲＩＭＡ 可

以实现单步预测和多步预测ꎬ故下面将从单步预测
和多步预测两方面构建线性状态参数的组合预测

模型ꎬ对船舶系统与设备状态参数进行预测研究ꎮ
３􀆰 １　 ＡＲＩＭＡ￣ＫＦ 单步预测方法

利用 ＡＲＩＭＡ 模型对船舶系统及设备状态参数
建立预测模型ꎬ得到初始参数估计ꎮ 具体步骤如下ꎮ

Ｓｔｅｐ １　 建立时间序列 ＡＲＩＭＡ 模型ꎮ 对状态

参数时序进行平稳性检验和季节性调整ꎬ确定差分
阶数ꎬ依照 ＡＩＣ 准则、ＢＩＣ 准则给模型定阶ꎬ用 ｙｕｌｅ￣
ｗａｌｋｅｒ 逆矩阵法对模型系数 {φ１ꎬφ２ꎬ􀆺ꎬφｐ}ꎬ {θ１ꎬ
θ２ꎬ􀆺ꎬθｑ} 进行求解ꎮ

Ｓｔｅｐ ２ 　 构建状态空间模型的状态转移矩阵ꎮ
将 ＡＲＩＭＡ 模型系数值引入状态空间模型的 ｍ × ｍ
维的状态转移矩阵 Ｆｔ 中ꎬ其中 ｍ ＝ ｍａｘ(ｐꎬｑ)ꎬ ｐ、ｑ
为 ＡＲＩＭＡ 模型阶数ꎮ 用模型预测方程来表示状态
空间模型的状态转移方程ꎮ 综上所述ꎬＡＲＩＭＡ 模型
系数来表示状态空间模型的状态转移矩阵可以写为

Ｘｔ ＋１ ＝ ＦＸｔ ＋ Ｒηｔ

Ｙ ｔ ＝ ＨＸｔ
{ (１２)

且 ηｔ ~ Ｎ(０ꎬσ２
ａ) 则 Ｆ ＝

φ１ １ ０ 􀆺 ０
φ２ ０ １ 􀆺 ０
⋮ ⋮ ⋮ ⋮
φｍ－１ ０ ０ 􀆺 １
φｍ ０ ０ ０ ０

é

ë

ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú

ꎬ

Ｒ ＝ [１ － θ１ 􀆺 － θｍ－１ － θｍ] Ｔꎬ Ｈ ＝ [１　
０　 ０　 􀆺　 ０ｍ]ꎬ ｍ ＝ ｍａｘ(ｐꎬｑ)ꎮ 其中ꎬ Ｘ１ｔ 的初始

值为 {ｙ１ 　 ｙ２ 　 􀆺　 ｙｍ}ꎮ Ｘ( ｔ) 其他元素通过递推

公式 Ｘｍｔ ＝ φｍ Ｙ ｔ －１ － θｍ－１ａｔ ＋１ꎬ 最后得到状态初始值

Ｘ１｜ ０ ＝ ( ｓ１ｔ 　 ｓ２ｔ 　 􀆺　 ｓｍｔ) Ｔ 和观测初始值 Ｙ ｔ ＝

７５２５１２０２１ꎬ２１(３５) 陈方圆ꎬ等:基于 ＡＲＩＭＡ￣ＫＦ 模型的船舶系统设备状态参数预测
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(ｙ１ｔ 　 ２２ｔ 　 􀆺　 ｙｍｔ) Ｔꎬ 根据式(８)、式(９)得到最优
估计状态向量 Ｘｔ｜ ｔꎮ

Ｓｔｅｐ ３　 采用 ＭＡＴＬＡＢ 软件ꎬ对 ＡＲＩＭＡ 模型进
行单步预测ꎮ

Ｓｔｅｐ ４　 构建状态空间模型的观测方程ꎮ
ＡＲＩＭＡ 模型和组合模型单步预测值作为卡尔

曼滤波的观测量ꎬ在已知 Ｘｔ｜ ｔ 的情况下ꎬ状态空间模
型参数估计后ꎬ就能够得到 ｔ ＋ １ 时刻的预测ꎮ

Ｙ ｔ＋１｜ ｔ ＝ Ｅ(Ｙ ｔ ＋１ ｜ Ｙ ｔ) ＝ ＨＸｔ ＋１｜ ｔ ＋ Ｅ(ｖｔ ＋１) ＝
ＨＦＸｔ｜ ｔ (１３)

３􀆰 ２　 ＡＲＩＭＡ￣ＫＦ 外推预测方法
由于卡尔曼滤波无法单独进行向后预测ꎬ因此

需要借助模型拟合的预测数据进行卡尔曼滤波分
析ꎬ在模型预测的基础上提供新的观测值ꎬ利用卡
尔曼滤波强大的迭代功能对状态向量估计不断修
正进而得到最优估计ꎬ提高模型的预测精度ꎮ 建模
流程如图 １ 所示ꎮ

图 １　 建模流程图

Ｆｉｇ􀆰 １　 Ｍｏｄｅｌｉｎｇ ｆｌｏｗ ｃｈａｒｔ

４　 实例分析

４􀆰 １　 基于 ＡＲＩＭＡ￣ＫＦ 的设备主要状态参数预测

仿真
以小时为单位ꎬ将采集到 ３１２ ｈ 的实船海水冷

却系统淡水出口温度值作为原始数据样本ꎮ 利用
ＭＡＴＬＡＢ 软件ꎬ将前 ３００ 个数据作为训练样本输入

预测模型中ꎬ预测未来 １２ ｈ 的温度值ꎮ 将预测值和
采集到的实船测量值进行误差对比分析ꎬ具体步骤

内容如下ꎮ
Ｓｔｅｐ １ 　 确保在船舶正常运行的情况下ꎬ对实

船冷却水系统淡水出口的温度进行采集ꎬ采集到的
原始样本数据如图 ２ 所示ꎮ

Ｓｔｅｐ ２　 采用 ＭＡＴＬＡＢ 软件进行数据处理和编
程ꎬ利用 ＫＰＳＳ 函数和 ＡＤＦ 函数检验数据的平稳性ꎬ
当 ＫＳＰＰ ＝ ０ꎬＡＤＦ ＝ １ 时说明被检验序列为平稳序
列ꎮ 运行后的结果显示原始序列需经过 ２ 阶差分才
转换为平稳序列ꎬ故该模型初定为 ＡＲＩＭＡ(ｐꎬ２ꎬｑ)
模型ꎮ 该模型的自相关函数图形与偏自相关函数
图形如图 ３ 所示ꎮ

图 ２　 信号采集原始图

Ｆｉｇ􀆰 ２　 Ｏｒｉｇｉｎａｌ ｄｉａｇｒａｍ ｏｆ ｓｉｇｎａｌ ａｃｑｕｉｓｉｔｉｏｎ

图 ３　 自相关函数、偏自相关函数图像

Ｆｉｇ􀆰 ３　 Ａｕｔｏｃｏｒｒｅｌａｔｉｏｎ ｆｕｎｃｔｉｏｎ、Ｐａｒｔｉａｌ ａｕｔｏｃｏｒｒｅｌａｔｉｏｎ
ｆｕｎｃｔｉｏｎ ｉｍａｇｅ
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Ｓｔｅｐ ３　 确定阶数 ｐ、ｑꎮ 根据表 １ 和图 ３ 可知模
型的自相关函数与偏自相关函数均为拖尾性ꎮ 初
步将阶数的范围定为 ５ ≤ ｐ≤１２ꎬ ５ ≤ ｑ≤１２ꎮ 根据
式(６)计算不同组合阶数对应的 ＡＩＣ、ＢＩＣ 值ꎬ依照
ＡＩＣ 准则、ＢＩＣ 准则ꎬ当 ｐ ＝ １２、 ｑ ＝ ５ 时ꎬＡＩＣ、ＢＩＣ
值相 对 最 小ꎬ 又 ｄ ＝ ２ꎬ 故 时 间 序 列 模 型 为
ＡＲＩＭＡ(１２ꎬ２ꎬ５)ꎮ 接下来对该模型的拟合残差进
行检验ꎮ 结果如图 ４ 所示ꎬ可知ꎬ拟合残差均值为
０ꎬ且服从正态分布ꎬ样本正态分位数分布在红线的
周围ꎬ满足理想模型对拟合残差的要求ꎮ

图 ４　 模型检测结果图

Ｆｉｇ􀆰 ４　 Ｍｏｄｅｌ ｔｅｓｔ ｒｅｓｕｌｔｓ

Ｓｔｅｐ ４　 在已知 ｐ ＝ １２ꎬ ｄ ＝ ２ꎬ ｑ ＝ ５ꎮ由式(４)
得到 ＡＲＭＡ 模型的预测方程为

ｘ( ｔ ＋ １) ＝ １􀆰 ９８３ｘ( ｔ) ＋ 􀆺 － ０􀆰 １５３ｘ( ｔ － １３) －
α( ｔ ＋ １) － 􀆺 － ０. １８９α( ｔ － ４)

(１４)
根据式(１４)转化为状态空间模型的状态方程

和观测方程 (令 Ｈ ＝ [１ꎬ０ꎬ０ꎬ０ꎬ０ꎬ０ꎬ０ꎬ０ꎬ０ꎬ０ꎬ０ꎬ
０]) 分别为
ｘ( ｔ ＋ １)
ｘ( ｔ)
⋮

ｘ( ｔ － １２)
ｘ( ｔ － １３)

é

ë

ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú

＝

１􀆰 ９８３ ８９５ ７ １ ０ 􀆺 ０
－ １􀆰 １０９ ４７７ ４ ０ １ 􀆺 ０

⋮ ０ ０ ０
０. ４７３ ８６７ ０ ０ 􀆺 １
－ ０􀆰 １５３ ６９８ ０ ０ 􀆺 ０

é

ë

ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú

ｘ( ｔ)
ｘ( ｔ － １)

⋮
ｘ( ｔ － １３)
ｘ( ｔ － １４)

é

ë

ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú

＋

１ － １. ０４４ ４ ０. ２８４ 􀆺 ０
０ ０ ０ ０ ０
⋮ ⋮ ⋮ ⋮
０ ０ ０ ０ ０
０ ０ ０ ０ ０

é

ë

ê
ê
ê
ê
ê
ê

ù

û

ú
ú
ú
ú
ú
ú
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ω( ｔ ＋ １) (１６)
式中: α( ｔ)、 ω( ｔ) 均为白噪声序列ꎮ 一般取状态初
始值 Ｘ１｜ ０ ＝ ( ｓ１ｔ 　 ｓ２ｔ 　 􀆺　 ｓｍｔ) Ｔ ＝ (ｙ１ｔ 　 ｙ２ｔ 　 􀆺　
ｙｍｔ) Ｔꎬ 观测初始值 ｐ(０ ｜ ０) ＝ １０Ｉꎬ Ｉ 为多维的单位
矩阵ꎬ应用 ＭＡＴＬＡＢ 软件根据式(８) ~ 式(１０)实现
卡尔曼滤波优化和递推预测ꎮ
４􀆰 ２　 仿真结果与分析

为进一步验证组合预测模型的有效性ꎬ选取
图 ２ 前 ３００ 个实测数据作为组合预测模型的输入ꎬ
采用 ＭＡＴＬＡＢ 软件编程预测未来 １２ ｈ 的数据ꎬ和实
测数据以及单一的 ＡＲＩＭＡ 模型的预测值进行误差
对比分析ꎮ 如图 ５ ~图 ７ 所示ꎬ从整体上看ꎬ无论是
单一的 ＡＲＩＭＡ 模型还是 ＡＲＩＭＡ￣ＫＦ 组合模型ꎬ预
测结果都是呈现线性下降趋势ꎬ符合真实值的变化
趋势ꎬ但 ＡＲＩＭＡ￣ＫＦ 组合模型较单一的 ＡＲＩＭＡ 模
型明显更接近实测值ꎮ 图 ５ 为 ＡＲＩＭＡ 模型和
ＡＲＩＭＡ￣ＫＦ 组合模型的多步预测结果表明ꎬ组合
模型的单步预测结果较单一的 ＡＲＩＭＡ 模型预测结
果的准确性高ꎮ 图 ６、图 ７ 是两种模型对实测数据
的单步预测整体图和分时图ꎬ从中可看出:组合模

图 ５　 多步预测结果对比

Ｆｉｇ􀆰 ５　 Ｍｕｌｔｉ ｓｔｅｐ ｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔ ｃｏｍｐａｒｉｓｏｎ

９５２５１２０２１ꎬ２１(３５) 陈方圆ꎬ等:基于 ＡＲＩＭＡ￣ＫＦ 模型的船舶系统设备状态参数预测



投稿网址:ｗｗｗ. ｓｔａｅ. ｃｏｍ. ｃｎ

图 ６　 单步预测结果整体对比

Ｆｉｇ􀆰 ６　 Ｏｖｅｒａｌｌｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｉｎｇｌｅ ｓｔｅｐ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔ

图 ７　 单步预测结果分时对比

Ｆｉｇ􀆰 ７　 Ｔｉｍｅ￣ｓｈａｒｉｎｇ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｉｎｇｌｅ￣ｓｔｅｐ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

型的单步预测基本与是实测数据保持一致ꎬ能够较
好地反映冷却水淡水出口温度的变化趋势ꎮ 从图 ５
和图 ６、图 ７ 对比来看ꎬ无论是 ＡＲＩＭＡ￣ＫＦ 组合模型
还是单一 ＡＲＩＭＡ 预测模型ꎬ单步预测的准确度
更高ꎮ
４􀆰 ３　 模型评价

为进一步分析不同预测方法的预测效果ꎬ本文
对每种模型算法进行了均方误差(ＭＳＥ)、平均绝对
误差(ＭＡＥ)、均方根误差(ＲＭＳＥ)计算分析ꎮ 最终
结果如表 ２ 所示ꎮ

表 ２　 误差计算

Ｔａｂｌｅ ２　 Ｅｒｒｏｒ ｃａｌｃｕｌａｔｉｏｎ
误差 ＭＳＥ ＭＡＥ ＲＭＳＥ / ％

ＡＲＩＭＡ 多步预测 ０􀆰 ５３６ ０ ２􀆰 ０６７ ５ ２０􀆰 ９
ＡＲＩＭＡ￣ＫＦ 多步预测 ０􀆰 ００７ ７ ０􀆰 ０６７ ０ ８􀆰 ８８
ＡＲＩＭＡ 单步预测 ０􀆰 ００７ １ ０􀆰 ０８１ １ ８􀆰 ４４

ＡＲＩＭＡ￣Ｋ 单步预测 ０􀆰 ００３ ４ ０􀆰 ０４４ ５􀆰 ８４

　 　 从图 ７ 和表 ２ 中可以看出ꎬ单一的 ＡＲＩＭＡ 模型
多步预测误差是最大ꎮ ＡＲＩＭＡ￣ＫＦ 组合模型的多步
预测误差和 ＡＲＩＭＡ 模型的单步预测误差结果差别
很小ꎬ但均比单一的 ＡＲＩＭＡ 模型预测效果好ꎮ
ＡＲＩＭＡ￣ＫＦ 组合模型单步预测误差最低ꎬ预测效果
最好ꎮ

５　 结论

介绍了 ＡＲＩＭＡ 模型单步预测和多步预测方

法ꎬ分析了现有船舶设备状态参数预测模型的不足
之处ꎬ利用卡尔曼滤波算法强大迭代能力ꎬ对 ＡＲＩ￣
ＭＡ 模型的参数进行寻优ꎬ弥补了单一算法的不足
的同时降低了建模难度ꎮ 该算法对监测信号样本
少、呈线性的非平稳船舶系统及设备状态参数进行
预测研究ꎬ将外界的复杂影响因素归为单一的时间
因素来考虑ꎮ 通过对实船海水冷却系统设备的淡
水出口温度进行单步和多步预测ꎬ验证了模型有效
性ꎮ 将组合模型与单一的 ＡＲＩＭＡ 模型的预测值进
行对比ꎬ结果表明ꎬ组合模型的预测精度更高ꎬ预测
效果更为理想ꎮ 为发展船舶系统设备的智能维修
决策提供了理论支持ꎮ
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２０(３): ９１３￣９１７􀆰
Ｗｕ Ｘｉａｏｑｉａｎꎬ Ｌｕ Ｘｉｕｓｈａｎꎬ Ｗａｎｇ Ｓｈｅｎｇｌｉꎬ ｅｔ ａｌ. Ａ ＧＮＳＳ / ＩＮＳ
ｉｎｔｅｇｒａｔｅｄ ｎａｖｉｇａｔｉｏｎ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ ｍｏｄｉｆｉｅｄ ａｄａｐｔｉｖｅ Ｋａｌｍａｎ
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１６２５１２０２１ꎬ２１(３５) 陈方圆ꎬ等:基于 ＡＲＩＭＡ￣ＫＦ 模型的船舶系统设备状态参数预测


