
投稿网址:ｗｗｗ. ｓｔａｅ. ｃｏｍ. ｃｎ

２０２１ 年 第 ２１ 卷 第 ３５ 期
２０２１ꎬ ２１(３５): １５２７０ ￣０７　

科　 学　 技　 术　 与　 工　 程
Ｓｃｉｅｎｃｅ Ｔｅｃｈｎｏｌｏｇｙ ａｎｄ Ｅｎｇｉｎｅｅｒｉｎｇ

　 ＩＳＳＮ １６７１—１８１５
ＣＮ １１—４６８８ / Ｔ

引用格式:王　 飞ꎬ 孙鹏飞. 基于分解集成方法的空中交通流量短期预测[Ｊ] . 科学技术与工程ꎬ ２０２１ꎬ ２１(３５): １５２７０￣１５２７６􀆰
Ｗａｎｇ Ｆｅｉꎬ Ｓｕｎ Ｐｅｎｇｆｅｉ. Ｓｈｏｒｔ ｔｅｒｍ ｆｏｒｅｃａｓｔｉｎｇ ｏｆ ａｉｒ ｔｒａｆｆｉｃ ｆｌｏｗ ｂａｓｅｄ ｏｎ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ａｎｄ ｉｎｔｅｇｒａｔｉｏｎ ｍｅｔｈｏｄ[Ｊ] . Ｓｃｉｅｎｃｅ Ｔｅｃｈｎｏｌｏｇｙ ａｎｄ
Ｅｎｇｉｎｅｅｒｉｎｇꎬ ２０２１ꎬ ２１(３５): １５２７０￣１５２７６􀆰

基于分解集成方法的空中交通流量短期预测

王　 飞ꎬ 孙鹏飞
(中国民航大学空中交通管理学院ꎬ 天津 ３００３００)

摘　 要　 为对空中交通流量进行短期预测ꎬ提出了基于分解集成方法的组合预测模型ꎮ 首先ꎬ应用集合经验模态分解(ｅｎｓｅｍ￣
ｂｌｅ ｅｍｐｉｒｉｃａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬＥＥＭＤ)方法将流量时序数据分解为若干个分量ꎻ其次ꎬ应用排列熵计算各分量的复杂度ꎬ复
杂度高于 ０􀆰 ５ 的归为高频分量ꎬ其余归为低频分量ꎻ然后ꎬ高频分量采用 ＢＰ(ｂａｃｋ ｐｒｏｐａｇａｔｉｏｎ)神经网络算法进行预测ꎬ低频分

量采用最小二乘法进行预测ꎻ接着ꎬ对分量的预测结果进行加和集成ꎬ得到了最终的预测值ꎮ 最后ꎬ采集实际运行数据进行算

例分析ꎮ 通过比较 １ ~ ６ ｈ 和 ７ ~ １２ ｈ 的预测结果ꎬ本文模型在 １ ~ ６ ｈ 的均等系数(ｅｑｕａｌ ｃｏｅｆｆｉｃｉｅｎｔꎬＥＣ)值为 ０􀆰 ９０５ꎬ准确度更

高ꎮ 与 ＥＭＤ￣ＢＰ￣ＯＬＳ 模型、ＢＰ 模型进行比较ꎬ本文模型的评价指标均优于其他模型ꎮ 通过比较 ６０、３０、１５ ｍｉｎ 时间尺度数据

的预测结果ꎬ６０ ｍｉｎ 时间尺度的 ＥＣ 值为 ０􀆰 ９２４ꎬ准确度最高ꎮ 结果表明ꎬ提出的模型是可行的和有效的ꎬ更适用于短期流量

预测ꎮ
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[Ａｂｓｔｒａｃｔ]　 Ｉｎ ｏｒｄｅｒ ｔｏ ｆｏｒｅｃａｓｔ ａｉｒ ｔｒａｆｆｉｃ ｆｌｏｗ ｉｎ ｓｈｏｒｔ ｔｅｒｍꎬ ａ ｃｏｍｂｉｎｅｄ ｆｏｒｅｃａｓｔｉｎｇ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ａｎｄ ｉｎｔｅｇｒａｔｉｏｎ
ｍｅｔｈｏｄ ｗａｓ ｐｒｏｐｏｓｅｄ. Ｆｉｒｓｔｌｙꎬ ｔｈｅ ｅｎｓｅｍｂｌｅ ｅｍｐｉｒｉｃａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎ (ＥＥＭＤ) ｍｅｔｈｏｄ ｗａｓ ｕｓｅｄ ｔｏ ｄｅｃｏｍｐｏｓｅ ｔｈｅ ｔｒａｆｆｉｃ ｔｉｍｅ ｓｅ￣
ｒｉｅｓ ｄａｔａ ｉｎｔｏ ｓｅｖｅｒａｌ ｃｏｍｐｏｎｅｎｔｓ. Ｓｅｃｏｎｄｌｙꎬ ｔｈｅ ｐｅｒｍｕｔａｔｉｏｎ ｅｎｔｒｏｐｙ ｗａｓ ｕｓｅｄ ｔｏ ｃａｌｃｕｌａｔｅ ｔｈｅ ｃｏｍｐｌｅｘｉｔｙ ｏｆ ｅａｃｈ ｃｏｍｐｏｎｅｎｔ. Ｔｈｅ
ｈｉｇｈ￣ｆｒｅｑｕｅｎｃｙ ｃｏｍｐｏｎｅｎｔ ｗａｓ ｃｌａｓｓｉｆｉｅｄ ａｓ ｈｉｇｈ￣ｆｒｅｑｕｅｎｃｙ ｃｏｍｐｏｎｅｎｔ ａｎｄ ｔｈｅ ｒｅｓｔ ｗａｓ ｃｌａｓｓｉｆｉｅｄ ａｓ ｌｏｗ￣ｆｒｅｑｕｅｎｃｙ ｃｏｍｐｏｎｅｎｔ. Ｔｈｅｎꎬ
ＢＰ(ｂａｃｋ ｐｒｏｐａｇａｔｉｏｎ) ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｌｇｏｒｉｔｈｍ ｗａｓ ｕｓｅｄ ｔｏ ｐｒｅｄｉｃｔ ｔｈｅ ｈｉｇｈ￣ｆｒｅｑｕｅｎｃｙ ｃｏｍｐｏｎｅｎｔꎬ ａｎｄ ｔｈｅ ｌｅａｓｔ ｓｑｕａｒｅ ｍｅｔｈｏｄ ｗａｓ
ｕｓｅｄ ｔｏ ｐｒｅｄｉｃｔ ｔｈｅ ｌｏｗ￣ｆｒｅｑｕｅｎｃｙ ｃｏｍｐｏｎｅｎｔꎬ ａｎｄ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｔｈｅ ｃｏｍｐｏｎｅｎｔｓ ｗｅｒｅ ａｄｄｅｄ. Ｆｉｎａｌｌｙꎬ ｔｈｅ ｆｉｎａｌ ｐｒｅｄｉｃｔｉｏｎ
ｖａｌｕｅ ｗａｓ ｏｂｔａｉｎｅｄꎬ ａｎｄ ｔｈｅ ａｃｔｕａｌ ｏｐｅｒａｔｉｏｎ ｄａｔａ ｗｅｒｅ ｃｏｌｌｅｃｔｅｄ ｆｏｒ ｅｘａｍｐｌｅ ａｎａｌｙｓｉｓ. Ｂｙ ｃｏｍｐａｒｉｎｇ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ０ ~ ６ ｈ
ａｎｄ ６ ~ １２ ｈꎬ ｔｈｅ ｅｑｕａｌ ｃｏｅｆｆｉｃｉｅｎｔ (ＥＣ) ｖａｌｕｅ ｏｆ ｔｈｅ ｍｏｄｅｌ ｉｎ ０ ~ ６ ｈ ｉｓ ０􀆰 ９０５ꎬ ａｎｄ ｔｈｅ ａｃｃｕｒａｃｙ ｉｓ ｈｉｇｈｅｒ. Ｃｏｍｐａｒｅｄ ｗｉｔｈ ＥＭＤ￣ＢＰ￣
ＯＬＳ ｍｏｄｅｌ ａｎｄ ＢＰ ｍｏｄｅｌꎬ ｔｈｅ ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ ｏｆ ｔｈｉｓ ｍｏｄｅｌ ｉｓ ｂｅｔｔｅｒ ｔｈａｎ ｏｔｈｅｒ ｍｏｄｅｌｓ. Ｂｙ ｃｏｍｐａｒｉｎｇ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ
６０ ｍｉｎꎬ ３０ ｍｉｎ ａｎｄ １５ ｍｉｎ ｔｉｍｅ ｓｃａｌｅ ｄａｔａꎬ ｔｈｅ ＥＣ ｖａｌｕｅ ｏｆ ６０ ｍｉｎ ｔｉｍｅ ｓｃａｌｅ ｉｓ ０􀆰 ９２４ꎬ ｗｉｔｈ ｔｈｅ ｈｉｇｈｅｓｔ ａｃｃｕｒａｃｙ. Ｔｈｅ ｒｅｓｕｌｔｓ ｓｈｏｗ
ｔｈａｔ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ ｉｓ ｆｅａｓｉｂｌｅ ａｎｄ ｅｆｆｅｃｔｉｖｅꎬ ａｎｄ ｍｏｒｅ ｓｕｉｔａｂｌｅ ｆｏｒ ｓｈｏｒｔ￣ｔｅｒｍ ｆｌｏｗ ｆｏｒｅｃａｓｔｉｎｇ.
[Ｋｅｙｗｏｒｄｓ]　 ａｉｒ ｔｒａｎｓｐｏｒｔꎻ ｓｈｏｒｔ ｔｅｒｍ ｔｒａｆｆｉｃ ｆｏｒｅｃａｓｔꎻ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｉｎｔｅｇｒａｔｉｏｎ ｍｅｔｈｏｄꎻ ｅｎｓｅｍｂｌｅ ｅｍｐｉｒｉｃａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎꎻ
ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

　 　 随着中国社会的进步与民航事业的发展ꎬ航班
量持续增加ꎬ空域资源日益紧张ꎬ空管的协调压力

持续增大ꎬ为了缓解空域拥挤和降低管制员的负
荷ꎬ需要对空中交通流进行优化和管理ꎮ 流量预测

是空中交通管理的重要内容ꎬ流量预测一般分为中
长期预测与短期预测ꎬ中长期预测可以为航空公司

运营调整、机场建设和改造提供参考ꎬ流量短期预
测可以为管制员提供辅助决策信息ꎬ对优化交通流

和减少延误更具现实意义ꎮ 因此ꎬ对空中交通流量
进行短期预测是很有必要的ꎮ

目前中外学者对空中交通流量短期预测的主
要研究方法有:①基于飞行计划的预测方法ꎬ该方

法简单易行ꎬ但在航路飞行时ꎬ不确定因素较多ꎬ预
测精度较差ꎬ并且航班量巨大时ꎬ运算较为复杂ꎬ速
度较慢ꎻ②基于数理统计的预测方法ꎬ主要考虑了
空中交通流的线性特征ꎬ操作较为简便ꎬ但对非线



投稿网址:ｗｗｗ. ｓｔａｅ. ｃｏｍ. ｃｎ

性因素考虑不足ꎬ具有局限性ꎻ③智能预测方法ꎬ具
有较强的自学习能力、适应性和鲁棒性ꎬ可以在大
量的数据中挖掘出复杂的数据关系ꎬ但数据较少时
无法准确地获取数据的特征ꎬ预测效果较差ꎻ④基
于非线性混沌理论的预测方法ꎬ该方法要求非常恰
当的重构系统相空间ꎬ但相空间重构参数难以准确
确定ꎬ主观性较强ꎮ

空中交通流已被证实具有复杂的非线性特征ꎬ
杨阳[１]对空域扇区流量时间序列具备混沌特性进

行了验证ꎬ王飞[２]对短期空中交通流的时间序列进

行了非线性检验ꎬ验证了 ５ ｍｉｎ 时间尺度的空中交
通流时间序列是非线性的ꎮ

针对空中交通非线性系统ꎬ传统方法在刻画内
部结构、揭示演化机理、预测发展趋势等方面存在
结构性瓶颈ꎻ由于空中交通流容易受到天气和人为
等因素的影响ꎬ具有较强的非线性ꎬ利用单一方法
直接进行预测时ꎬ难以取得较好的预测效果ꎮ 分解
集成方法自提出以来ꎬ在复杂非线性系统应用方面
显示出良好的应用前景ꎮ 分解集成方法在空中交
通流预测领域的研究处于起步阶段ꎬ但该方法在股
票、油价、电力预测等领域均有应用ꎬ尤其是地面交
通领域的研究成果可为空中交通流量短期预测提

供借鉴ꎮ 贺毅岳等[３] 提出了经验模态分解下基于

支持向量回归的股票价格集成预测方法( ｅｍｐｉｒｉｃａｌ
ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ａｎｄ ＳＶＲ ｂａｓｅｄ ｓｔｏｃｋ ｐｒｉｃｅ ｉｎｔｅ￣
ｇｒａｔｅｄ ｆｏｒｅｃａｓｔｉｎｇꎬＥＭＤ￣ＳＶＲＦ)ꎬ实现了对非平稳、非
线性股票价格时间序列的高精度预测ꎮ 汪子述[４]

构建了基于数据特征驱动重构的分解集成模型ꎬ并
通过对原油价格进行预测ꎬ证明了该模型具有更高

的预测准确度和更少的预测时间ꎮ 周程等[５] 提出

了一种基于趋势分解和小波变换的多重“分解￣集
成”预测方法ꎬ利用趋势分解将货运量分解为趋势
项和非趋势项ꎬ通过小波分解将非趋势项进一步分
解成低频项和高频项ꎬ分别建立预测模型ꎬ选用相
加集成得到货运量预测值ꎬ降低了问题复杂度ꎬ有
效提高了预测性能ꎮ Ｗａｎｇ 等[６] 提出了一种 ＥＭＤ￣
ＡＲＩＭＡ(ｅｍｐｉｒｉｃａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ａｎｄ ａｕｔｏｒｅｇｒｅｓ￣
ｓｉｖｅ ｉｎｔｅｇｒａｔｅｄ ｍｏｖｉｎｇ ａｖｅｒａｇｅ) 组合模型ꎬ 对 ５ ~
２０ ｍｉｎ 内的高速公路车辆速度进行了预测ꎬ并将
ＥＭＤ￣ＡＲＩＭＡ 组合模型与差分自回归移动平均模型
(ａｕｔｏｒｅｇｒｅｓｓｉｖｅ ｉｎｔｅｇｒａｔｅｄ ｍｏｖｉｎｇ ａｖｅｒａｇｅꎬ ＡＲＩＭＡ)ꎬ
人工神经网络(ａｒｔｉｆｉｃｉａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬ ＡＮＮ)等传
统预测方法进行比较ꎬ发现提出的组合预测模型结

果更好ꎮ Ｍａｊｕｍｄｅｒ 等[７] 提出了一种基于变分模态

分解(ｖａｒｉａｔｉｏｎａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬ ＶＭＤ)和新内
核极限学习机的组合预测模型ꎬ用于太阳能辐射的

预测ꎬ与其他模型作比较ꎬ有更高的预测精度ꎮ
为了对空中交通流量进行短期预测ꎬ现提出基

于分解集成方法的组合预测模型ꎮ 首先ꎬ对流量时
序数据进行集合经验模态分解ꎬ得到若干分量ꎬ通
过复杂度检验将这些分量分为高频和低频ꎬ高频的

分量采用 ＢＰ(ｂａｃｋ ｐｒｏｐａｇａｔｉｏｎ)神经网络进行预测ꎬ
低频的分量使用最小二乘法进行预测ꎮ 最后对各
分量预测的结果采用线性加和进行集成预测ꎬ得到
最终的预测结果ꎮ

１　 分解与预测方法

１􀆰 １　 集合经验模态分解

经典模态分解 ( ｅｍｐｉｒｉｃａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬ
ＥＭＤ)是一种自适应信号时频处理方法ꎬ此方法

可以根据数据的时间尺度特征进行分解ꎬ非常适用

于非线性数据的处理[８]ꎮ 但 ＥＭＤ 分解存在着模

态混叠问题ꎬ集合经验模态分解(ｅｎｓｅｍｂｌｅ ｅｍｐｉｒｉｃａｌ
ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬ ＥＥＭＤ ) 可 有 效 克 服 这 个

问题[９]ꎮ
ＥＥＭＤ 分解的具体步骤如下ꎮ
Ｓｔｅｐ １　 将白噪声 ω( ｔ) 加入到原信号 Ｘ( ｔ) 里

得到信号 Ｙ( ｔ)ꎬ 表示为
Ｙ( ｔ) ＝ Ｘ( ｔ) ＋ ω( ｔ) (１)
Ｓｔｅｐ ２　 对信号 Ｙ( ｔ) 进行 ＥＭＤ 分解ꎬ得到 ｎ

个模态分量 ｃｉ( ｔ) 和一个残差 ｒ( ｔ)ꎬ 表示为

Ｙ( ｔ) ＝ ∑
ｎ

ｉ ＝ １
ｃｉ( ｔ) ＋ ｒ( ｔ) (２)

Ｓｔｅｐ ３　 重复 Ｓｔｅｐ １、Ｓｔｅｐ ２ ｍ 次ꎬ对信号 Ｙ( ｔ)
加入不同的白噪声ꎬ得到 ｍ 组模态分量和 ｍ 个残
差ꎮ 根据文献[８]ꎬ所添加的白噪声应符合关系式

λ ＝ ε
ｍ

(３)

式(３)中: λ 为输入信号与经过 ＥＥＭＤ 分解后分量
加和的误差ꎻ ε 为所加白噪声的幅值系数ꎻｍ 为添加
白噪声的次数ꎮ

Ｓｔｅｐ ４　 对得到的数据求均值ꎬ得到最终的 ｎ
个模态分量 ｉｍｆｉ( ｔ) 和一个残差 ｒｅｓ( ｔ)ꎬ 即

ｉｍｆｉ( ｔ) ＝ １
ｍ ∑

ｍ

ｊ ＝ １
ｃｉｊ( ｔ)ꎬ　 ｉ ＝ １ꎬ２ꎬ􀆺ꎬｎ (４)

ｒｅｓ( ｔ) ＝ １
ｍ ∑

ｍ

ｊ ＝ １
ｒ ｊ( ｔ) (５)

１􀆰 ２　 ＢＰ 神经网络
ＢＰ 神经网络是一种采用误差反向传播算法的

神经网络ꎬ它在结构上分为输入层、隐含层和输出
层ꎬ如图 １ 所示ꎮ

ＢＰ 神经网络进行训练时ꎬ具体步骤如下ꎮ
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图 １　 ＢＰ 神经网络的结构

Ｆｉｇ􀆰 １　 Ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｏｆ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ

Ｓｔｐｅ １　 信息正向传播ꎮ 信息从输入层传递到
隐含层ꎬ再传递到输出层ꎬ隐含层神经元的输入 ｕｉ 为

ｕｉ ＝ ∑
ｎ

ｊ ＝ １
ｗ ｉｊｘ ｊ ＋ ａ１ｉ (６)

式(６)中:ｎ 为输入层节点数ꎻ ｗ ｉｊ 为输入层节点 ｊ 与
隐含层节点 ｉ 之间的权重ꎻ ｘ ｊ 为输入层节点ꎻ ａ１ｉ 为
隐含层节点 ｉ 的阈值ꎮ

隐含层神经元的输出 ｐｉ 为

ｐｉ ＝ ｆ(ｕｉ) ＝ ｆ ∑
ｎ

ｊ ＝ １
ｗ ｉｊｘ ｊ ＋ ａ１ｉ( ) (７)

式(７)中:ｆ 为隐含层的传递函数ꎮ
输出层神经元的输入 ｑｋ 为

ｑｋ ＝ ∑
ｒ

ｉ ＝ １
ｗｋｉｐｉ ＋ ａ２ｋ ＝

∑
ｒ

ｉ ＝ １
ｗｋｉ ｆ(∑

ｎ

ｊ ＝ １
ｗ ｉｊｘ ｊ ＋ ａ１ｉ) ＋ ａ２ｋ (８)

式(８)中:ｒ 为隐含层的节点数ꎻ ｗｋｉ 为隐藏层节点 ｉ
与输出层节点 ｋ 之间的权重ꎻ ａ２ｋ 为输出层节点 ｋ 的
阈值ꎮ

输出层神经元的输出 ｙｋ 为

ｙｋ ＝ φ(ｑｋ) ＝ φ [∑
ｒ

ｉ ＝ １
ｗｋｉ ｆ(∑

ｎ

ｊ ＝ １
ｗ ｉｊｘ ｊ ＋ ａ１ｉ) ＋ ａ２ｋ ]

(９)
式(９)中: φ 为输出层的传递函数ꎮ

Ｓｔｅｐ ２　 误差反向传播ꎮ 得到训练的结果后与
实际的数据进行比对ꎬ计算得到训练数据与实际数
据的误差 Ｅ 为

Ｅ ＝ １
ｍ∑

ｍ

ｋ ＝ １
(Ｔｋ － ｙｋ) ２ (１０)

式(１０)中:ｍ 为输出层节点的数量ꎻ Ｔｋ 为输出层节
点 ｋ 的期望输出值ꎮ

利用误差去调整权值和阈值ꎬ使误差沿梯度方
向下降ꎬ经过多次迭代后ꎬ得到误差最小的权值和
阈值ꎬ停止训练ꎮ
１􀆰 ３　 最小二乘法

最小二乘法( ｏｒｄｉｎａｒｙ ｌｅａｓｔ ｓｑｕａｒｅｓꎬ ＯＬＳ)是一

种拟合算法ꎬ它通过寻找最小化误差的平方和拟合
曲线ꎬ是一种简便的线性拟合方法ꎮ 以直线拟合的
例子讲解最小二乘法的原理ꎮ 最小二乘法拟合的
原理如下ꎮ

待拟合的 ｂ 组数据为 (ｘｉꎬｙｉ) ( ｉ ＝ １ꎬ２ꎬ􀆺ꎬｂ)ꎬ
设拟合的直线为 ｙ^ꎬ 表示为

ｙ^ ＝ ａ０ ＋ ａ１ｘꎬ　 ａ０ꎬ ａ１ ∈ Ｒ (１１)
ｘ ＝ ｘｉ 时ꎬ需要使 ｙｉ 与 ｙ^ｉ 之间的差值最小ꎬ对于

所有数据来说ꎬ需要使所有差值的平方和 Ｑ 最小ꎬ
表达式为

∑
ｂ

ｉ ＝ １
[ｙｉ － (ａ０ ＋ ａ１ｘｉ)] ２ ＝ Ｑ(ａ０ꎬａ１) (１２)

为了求得 Ｑ 的最小值ꎬ将 Ｑ 对 ａ０ 和 ａ１ 分别求偏导ꎬ
即

∂Ｑ
∂ａ０

＝ － ２ ∑
ｂ

ｉ ＝ １
(ｙｉ － ａ０ － ａ１ｘｉ) ＝ ０ (１３)

∂Ｑ
∂ａ１

＝ － ２ ∑
ｂ

ｉ ＝ １
(ｙｉ － ａ０ － ａ１ｘｉ)ｘ１ ＝ ０ (１４)

进而可计算得到 ａ０、 ａ１ꎬ 即

ａ０ ＝
(∑

ｂ

ｉ ＝ １
ｘ２
ｉ )(∑

ｂ

ｉ ＝ １
ｙｉ) － (∑

ｂ

ｉ ＝ １
ｘｉ)(∑

ｂ

ｉ ＝ １
ｘｉｙｉ)

ｂ(∑
ｂ

ｉ ＝ １
ｘ２
ｉ ) － (∑

ｂ

ｉ ＝ １
ｘｉ)

２

(１５)

ａ１ ＝
ｂ(∑

ｂ

ｉ ＝ １
ｘｉｙｉ) － (∑

ｂ

ｉ ＝ １
ｘｉ)(∑

ｂ

ｉ ＝ １
ｙｉ)

ｂ(∑
ｂ

ｉ ＝ １
ｘ２
ｉ ) － (∑

ｂ

ｉ ＝ １
ｘｉ)

２
(１６)

２　 算例仿真

２􀆰 １　 数据来源

数据来源于三亚 ４ 号扇区 ２０１７ 年 ９ 月 ２—１９
日共计 １８ ｄ 时间尺度为 ３０ ｍｉｎ 的流量数据ꎬ如图 ２
所示ꎬ将前 １７ ｄ 的数据作为训练数据ꎬ第 １８ 天前
１２ ｈ 的数据对预测模型的预测效果进行验证ꎮ

图 ２　 原始交通流时间序列

Ｆｉｇ􀆰 ２　 Ｏｒｉｇｉｎａｌ ｔｒａｆｆｉｃ ｆｌｏｗ ｔｉｍｅ ｓｅｒｉｅｓ
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２􀆰 ２　 评价指标
为了评估预测模型性能ꎬ选择了均方根误差

(ｒｏｏｔ ｍｅａｎ ｓｑｕａｒｅｄ ｅｒｒｏｒꎬ ＲＭＳＥ)ꎻ平均绝对误差
(ｍｅａｎ ａｂｓｏｌｕｔｅ ｅｒｒｏｒꎬＭＡＥ)ꎻ均等系数(ｅｑｕａｌ ｃｏｅｆｆｉ￣
ｃｉｅｎｔꎬＥＣ)作为评价指标ꎬ计算公式为

ＲＭＳＥ ＝ １
Ｎ ∑

Ｎ

ｔ ＝ １
(ｙｔ － ｙ^ｔ) ２ (１７)

ＭＡＥ ＝ １
Ｎ ∑

Ｎ

ｔ ＝ １
ｙｔ － ｙ^ｔ (１８)

ＥＣ ＝ １ －
∑
Ｎ

ｔ ＝ １
( ｙ^ｔ － ｙｔ) ２

∑
Ｎ

ｔ ＝ １
ｙ^ｔ

２ ＋ ∑
Ｎ

ｔ ＝ １
ｙｔ

２

(１９)

式中: ｙｔ 为真实值ꎻ ｙ^ｔ 为预测值ꎻＮ 为样本的个数ꎮ
ＲＭＳＥ、ＭＡＥ 的值越小ꎬＥＣ 的值越大ꎬ模型的预测效
果越好ꎮ
２􀆰 ３　 数据预测

首先对 １８ ｄ 共计 ４３２ ｈ 的流量数据进行 ＥＥＭＤ
分解ꎬ根据文献[９]的研究ꎬ添加白噪声的次数为
１００ 时ꎬ白噪声的幅值系数取 ０􀆰 ０１ ~ ０􀆰 ５ 较为适宜ꎮ
经过尝试比较后ꎬ设置添加白噪声的次数为 １００ꎬ白
噪声的幅值系数为 ０􀆰 １ꎬ经过分解后得到模态分量
ｉｍｆｉ( ｔ)( ｉ ＝ １ꎬ２ꎬ􀆺ꎬ８) 与 残 差 ｒｅｓ( ｔ)ꎬ 如 图 ３
所示ꎮ

通过复杂度检验可以确定高复杂度与低复杂
度分量ꎬ大于 ０􀆰 ５ 的分量被认为具有高复杂度ꎬ小于
０􀆰 ５ 的具有低复杂度[４]ꎮ 针对不同复杂度的分量采
用不同的方法进行预测ꎬ可以降低运算时间ꎬ提高
预测准确度ꎮ 通过计算排列熵来确定分量的复杂
度ꎬ使用平均互信息估计相空间重构的延迟时间ꎬ
使用虚假最近邻点算法估计相空间重构的嵌入维
数ꎬ并对排列熵归一化处理ꎬ得到最终的排列熵ꎮ
设置阈值为 ０􀆰 ５ꎬ大于 ０􀆰 ５ 的定义为高频分量ꎬ小于
０􀆰 ５ 的定义为低频分量ꎬ如表 １ 所示ꎮ

为了更好地验证模型的预测效果ꎬ取各分量前

表 １　 各分量的排列熵

Ｔａｂｌｅ １　 Ｐｅｒｍｕｔａｔｉｏｎ ｅｎｔｒｏｐｙ ｏｆ ｅａｃｈ ｃｏｍｐｏｎｅｎｔ
分量 排列熵 分类

ｉｍｆ１ ０􀆰 ９９２ ２ 高频

ｉｍｆ２ ０􀆰 ９９０ ４ 高频

ｉｍｆ３ ０􀆰 ９５２ ６ 高频

ｉｍｆ４ ０􀆰 ８３３ ８ 高频

ｉｍｆ５ ０􀆰 ７７８ ８ 高频

ｉｍｆ６ ０􀆰 ６９９ ３ 高频

ｉｍｆ７ ０􀆰 ５７５ １ 高频

ｉｍｆ８ ０􀆰 ４８４ ９ 低频

ｒｅｓ ０􀆰 ３７８ ４ 低频

图 ３　 ＥＥＭＤ 分解后的分量

Ｆｉｇ􀆰 ３　 Ｔｈｅ ｃｏｍｐｏｎｅｎｔ ｖａｌｕｅ ａｆｔｅｒ ＥＥＭＤ ｄｅｃｏｍｐｏｓｉｔｉｏｎ

１７ ｄ 共计 ４０８ ｈ 的数据 ａｉ(其中 ｉ 为天数ꎬｉ ＝ １ꎬ
２ꎬ􀆺ꎬ１７) 作为训练集ꎮ 取第 １８ 天前 １２ ｈ 的数据
ｂ１８ 作为验证集ꎮ

ＢＰ 神经网络具有良好的非线性映射能力和自
学习能力ꎬ由于高频分量的复杂度较高ꎬ预测难度
较大ꎬ所以对于高频分量ꎬ采用 ＢＰ 神经网络进行预
测ꎮ 设置训练次数为 ５ ０００ 次ꎬ收敛误差为 １０ － ７ꎬ权
值的学习算法设置为 ｔｒａｉｎｌｍꎬ选择 ａｉ( ｉ ＝ １ꎬ２ꎬ􀆺ꎬ
１６) 作为训练集上的输入ꎬ设置输入层节点数为 １６ꎬ
选择 ａ１７ 作为训练集上的输出ꎬ设置输出层的节点
数为 １ꎮ 目前ꎬ隐含层节点数的设定还没有一套系
统的方法ꎬ通常是通过一系列试算确定[１０]ꎮ 通过试
算确定了 ｉｍｆｉ( ｔ)( ｉ ＝ １ꎬ２ꎬ􀆺ꎬ７) 的隐含层节点个
数为 ８、５、５、５、３、３、３ꎮ

最小二乘法是一种简便的线性拟合算法ꎬ具有
计算快速的优点ꎮ 由于低频分量的复杂度较低ꎬ采
用最小二乘法进行拟合ꎬ可以降低计算成本ꎬ减少
预测的时间ꎮ 通过多次实验后确定 ｉｍｆ８ 和 ｒｅｓ 拟合
多项式的次数为 ４ 和 ６ꎮ 最后依次进行了预测ꎬ如
图 ４ 所示ꎮ
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为了进一步对模型预测效果进行分析ꎬ计算了
各分量预测模型的评价指标ꎬ如表 ２ 所示ꎮ

因为经过 ＥＥＭＤ 分解后得到了一系列线性分
量ꎬ所以各分量的和等于原始数据 Ｘ( ｔ)ꎬ即 Ｘ( ｔ) ＝

∑
８

ｉ ＝ １
ｉｍｆｉ( ｔ) ＋ ｒｅｓ( ｔ)ꎬ所以将各分量的预测数据进行

线性加和处理ꎬ得到了本文模型总的预测数据
Ｃ( ｔ) 为

图 ４　 各分量实际值与预测值的对比

Ｆｉｇ􀆰 ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ａｃｔｕａｌ ａｎｄ ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ ｏｆ
ｅａｃｈ ｃｏｍｐｏｎｅｎｔ

表 ２　 各分量的评价指标值

Ｔａｂｌｅ ２　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ ｖａｌｕｅ ｏｆ ｅａｃｈ ｃｏｍｐｏｎｅｎｔ
分量 ＲＭＳＥ ＭＡＥ ＥＣ
ｉｍｆ１ １􀆰 ２６０ ４ １􀆰 ００８ ９ ０􀆰 ５４０ ７
ｉｍｆ２ ０􀆰 ６９４ ５ ０􀆰 ５７７ ６ ０􀆰 ６８０ ７
ｉｍｆ３ ０􀆰 ５１９ ８ ０􀆰 ４０２ ４ ０􀆰 ５８６ ０
ｉｍｆ４ ０􀆰 ２３６ ６ ０􀆰 １８５ ０ ０􀆰 ５８６ ４
ｉｍｆ５ ０􀆰 １３３ ６ ０􀆰 １１２ ５ ０􀆰 ９０２ ５
ｉｍｆ６ ０􀆰 ０２４ ３ ０􀆰 ０２０ ３ ０􀆰 ７４０ ６
ｉｍｆ７ ０􀆰 １４４ ５ ０􀆰 １０３ ６ ０􀆰 ９１６ ６
ｉｍｆ８ ０􀆰 ０１４ ６ ０􀆰 ０１３ １ ０􀆰 ８６７ ８
ｒｅｓ ７􀆰 ０５４ ２ × １０ － ５ ６􀆰 ７０５ × １０ － ５ １

Ｃ( ｔ) ＝ ∑
９

ｉ ＝ １
ｃ１８ｉ (２０)

计算本文模型预测数据的评价指标ꎬ如表 ３
所示ꎮ

表 ３　 ＥＥＭＤ￣ＢＰ￣ＯＬＳ 的评价指标值

Ｔａｂｌｅ ３　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ ｖａｌｕｅ ｏｆ ＥＥＭＤ￣ＢＰ￣ＯＬＳ

评价指标 １ ~ ６ ｈ ７ ~ １２ ｈ 平均值

ＲＭＳＥ １􀆰 ２２０ ７ １􀆰 ５４４ ２ １􀆰 ３９１ ９

ＭＡＥ ０􀆰 ９５８ ３ １􀆰 ２０３ ５ １􀆰 ０８０ ９

ＥＣ ０􀆰 ９０５ ０ ０􀆰 ８４０ ８ ０􀆰 ８６４ ７

　 　 经过分析发现ꎬ本文中预测模型在 １ ~ ６ ｈ 的
ＲＭＳＥ 值和 ＭＡＥ 值均比 ７ ~ １２ ｈ 的值小ꎬ在 １ ~ ６ ｈ
的 ＥＣ 值为 ０􀆰 ９０５ ０ꎬ大于 ７ ~ １２ ｈ 的 ０􀆰 ８４０ ８ꎬ说明
本模型在 １ ~ ６ ｈ 的预测精度要比 ７ ~ １２ ｈ 的高ꎮ
２􀆰 ４　 不同方法预测结果对比

为了更好地验证本文组合模型的性能ꎬ选取了
ＥＭＤ￣ＢＰ￣ＯＬＳ 模型ꎬＢＰ 神经网络模型进行预测ꎬ如
图 ５ 所示(３０ ｍｉｎ 尺度)ꎮ

为了进一步比较不同模型的预测性能ꎬ计算了
各模型的评价指标ꎬ如表 ４ 所示ꎮ

分析发现ꎬ本文中 ＥＥＭＤ￣ＢＰ￣ＯＬＳ 模型相对于
ＥＭＤ￣ＢＰ￣ＯＬＳ 模型和 ＢＰ 模型ꎬＲＭＳＥ 值和 ＭＡＥ 值
更小ꎬ ＥＣ 值为 ０􀆰 ８５３ ２ꎬ大于其他两个模型ꎮ 而
ＥＭＤ￣ＢＰ￣ＯＬＳ 模型相对于 ＢＰ 模型ꎬＲＭＳＥ 值ꎬＭＡＥ
值相差不大ꎬ ＥＣ 值为 ０􀆰 ８０７ ６ꎬ要小于 ＢＰ 模型的
ＥＣ 值ꎬ说明选择合适的分解方法直接影响预测
效果ꎮ

图 ５　 各模型的预测值

Ｆｉｇ􀆰 ５　 Ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ ｏｆ ｅａｃｈ ｍｏｄｅｌ

表 ４　 各模型的评价指标值

Ｔａｂｌｅ ４　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ ｖａｌｕｅｓ ｏｆ ｅａｃｈ ｍｏｄｅｌ

模型 ＲＭＳＥ ＭＡＥ ＥＣ

ＢＰ ３􀆰 ２４３ ２ ２􀆰 ５８７ ３ ０􀆰 ８５３ ２

ＥＥＭＤ￣ＢＰ￣ＯＬＳ １􀆰 ３９１ ９ １􀆰 ０８０ ９ ０􀆰 ８６４ ７

ＥＭＤ￣ＢＰ￣ＯＬＳ ３􀆰 ２４７ ９ ２􀆰 ４９１ ３ ０􀆰 ８０７ ３
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２􀆰 ５　 不同时间尺度预测结果对比
为了更好地研究不同时间尺度对本文预测模

型的影响ꎬ选取了 １５ ｍｉｎ 和 ６０ ｍｉｎ 时间尺度的数据
进行预测ꎬ如图 ６ 所示ꎮ

为了更好地分析时间尺度对预测精度的影响ꎬ
计算了不同尺度下的评价指标ꎬ如表 ５ 所示ꎮ

图 ６　 不同时间尺度预测结果对比

Ｆｉｇ􀆰 ６　 Ｐｒｅｄｉｃｔｅｄ ｖａｌｕｅｓ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｔｉｍｅ ｓｃａｌｅ

表 ５　 各尺度的评价指标值

Ｔａｂｌｅ ５　 Ｅｖａｌｕａｔｉｏｎ ｉｎｄｅｘ ｖａｌｕｅ ｏｆ ｅａｃｈ ｓｃａｌｅ

时间尺度 ＲＭＳＥ ＭＡＥ ＥＣ
１５ ｍｉｎ ２􀆰 ９１５ ０ ２􀆰 ４１７ ４ ０􀆰 ７３７ ６
３０ ｍｉｎ １􀆰 ３９１ ９ １􀆰 ０８０ ９ ０􀆰 ８６４ ７
６０ ｍｉｎ １􀆰 ８２０ ０ １􀆰 ４６６ ９ ０􀆰 ９２４ ０

　 　 经过分析发现ꎬ１５ ｍｉｎ 时间尺度的预测准确度

较低ꎬ甚至出现了负值ꎬ ＥＣ 值最小ꎬ为 ０􀆰 ７３７ ６ꎬ
６０ ｍｉｎ 时间尺度的 ＥＣ 值最大ꎬ为 ０􀆰 ９２４ ０ꎮ 由于空

中交通易受天气、人为干扰等随机因素影响ꎬ在

１５ ｍｉｎ 统计尺度的流量数据上体现更为明显ꎬ波动

性较大ꎬ因此难以准确预测ꎮ 统计尺度越大ꎬ部分

的随机因素影响会被抵消ꎬ更有利于预测ꎮ

３　 结论

利用基于分解集成方法的组合预测模型对空

中交通流量进行短期预测ꎬ结果显示:本文模型在

１ ~ ６ ｈ 的 ＲＭＳＥ 值和 ＭＡＥ 值均小于其在 ７ ~ １２ ｈ
上的ꎬ且 １ ~ ６ ｈ 的 ＥＣ 值更大ꎬ达到了 ０􀆰 ９０５ ０ꎬ说明
本文模型在 １ ~ ６ ｈ 预测的精度更高ꎬ更适应于短期
流量的预测ꎮ 这一结果也符合空中交通流具有混
沌、分形特征ꎬ短期预测的准确性是能够得到保障
的ꎻ通过比较不同的预测模型ꎬ本文提出的预测模
型精度更高ꎬ误差更小ꎬＥＣ 值为 ０􀆰 ８６４ ７ꎬ说明本文
的分解集成方法可以充分提取数据的特征信息ꎬ降
低了数据的复杂度ꎮ 针对不同特征的分量采用不
同的算法进行预测ꎬ充分体现了“分而治之”的思
想ꎬ提高了预测的精度ꎮ 而 ＥＭＤ￣ＢＰ￣ＯＬＳ 模型相对
于 ＢＰ 模型 ＲＭＳＥ 值和 ＭＡＥ 值相差不大ꎬ且 ＥＣ 值
更小ꎬ说明需要根据实际情况合理选择分解方法ꎻ
通过比较不同时间尺度的预测结果ꎬ发现 ６０ ｍｉｎ 时
间尺度的 ＥＣ 值最高ꎬ达到 ０􀆰 ９２４ ０ꎬ准确度较高ꎬ其
次是 ３０ ｍｉｎ 时间尺度ꎬ为 ０􀆰 ８６４ ７ꎬ１５ ｍｉｎ 时间尺度
最低ꎬ只有 ０􀆰 ７３７ ６ꎬ误差较大ꎬ说明本文的预测模型
更适合用于 ３０ ｍｉｎ 和 ６０ ｍｉｎ 时间尺度的流量短期
预测ꎮ
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