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基于 ＤＢＮ￣ＬＳＴＭ 的滚动轴承剩余寿命预测模型
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摘　 要　 针对滚动轴承退化数据的复杂性和传统的寿命预测方法不能充分利用数据的相关性从而导致预测精度不高的问

题ꎬ提出了一种基于融合深度置信神经网络(ｄｅｅｐ ｂｅｌｉｅｆ ｎｅｕｒａｌꎬ ＤＢＮ)和长短时记忆神经网络( ｌｏｎｇ￣ｓｈｏｒｔ ｔｅｒｍ ｍｅｍｏｒｙꎬ ＬＳＴＭ)
的剩余寿命预测模型ꎮ 该模型首先采用带通滤波降噪对滚动轴承振动数据进行去噪ꎬ然后依据均方根特征和峭度特征在轴

承全寿命周期内的趋势图确定模型的预测起始点ꎻ其次利用优化后的 ４ 层 ＤＢＮ 网络完成深度特征提取并用于 ＬＳＴＭ 的训练

与测试ꎮ 通过轴承全寿命周期试验证明提出模型的可靠性ꎬ并且与传统 ＬＳＴＭ、ＢＰ(ｂａｃｋ ｐｒｏｐａｇａｔｉｏｎ)神经网络和 ＤＢＮ￣ＢＰ 模型

的预测结果进行对比ꎬ验证了本文模型的有效性ꎮ
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ＤＢＮ ｎｅｔｗｏｒｋ ｗａｓ ｕｓｅｄ ｔｏ ｅｘｔｒａｃｔ ｄｅｐｔｈ ｆｅａｔｕｒｅｓ ａｎｄ ｂｅ ｕｓｅｄ ｉｎ ＬＳＴＭ ｔｒａｉｎｉｎｇ ａｎｄ ｔｅｓｔｉｎｇ. Ｔｈｅ ｒｅｌｉａｂｉｌｉｔｙ ｏｆ ｔｈｅ ｐｒｏｐｏｓｅｄ ｍｏｄｅｌ ｉｓ
ｐｒｏｖｅｄ ｔｈｒｏｕｇｈ ｔｈｅ ｂｅａｒｉｎｇ ｌｉｆｅ ｃｙｃｌｅ ｔｅｓｔꎬ ａｎｄ ｃｏｍｐａｒｅｄ ｗｉｔｈ ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｔｒａｄｉｔｉｏｎａｌ ＬＳＴＭ、ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｎｄ
ＤＢＮ￣ＢＰꎬ ｔｈｅ ｖａｌｉｄｉｔｙ ｏｆ ｔｈｅ ｍｏｄｅｌ ｉｎ ｔｈｉｓ ｐａｐｅｒ ｉｓ ｖｅｒｉｆｉｅｄ.
[Ｋｅｙｗｏｒｄｓ]　 ｒｏｌｌｉｎｇ ｂｅａｒｉｎｇｓꎻ ｄｅｅｐ ｂｅｌｉｅｆ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎻ ｌｏｎｇ￣ｓｈｏｒｔ ｔｅｒｍ ｍｅｍｏｒｙ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎻ ｒｅｍａｉｎｉｎｇ ｕｓｅｆｕｌ ｌｉｆｅ

　 　 在现代工业生产系统中ꎬ不同的组件协同工作
以实现既定目标ꎮ 滚动轴承作为工业复杂装备中
的基础零部件ꎬ对整个机械系统的性能有着很大的
影响[１]ꎮ 然而ꎬ滚动轴承通常在恶劣多变的工作环
境下工作ꎬ在工程应用中易受损伤ꎮ 虽然滚动轴承
在相同的工作条件下与产品部件一起使用ꎬ但是它
们的使用寿命可能会有很大的变化ꎮ 对滚动轴承
性能的评价不仅可以保证机械设备的平稳高效运

行ꎬ而且可以及时发现和消除意外故障事件ꎮ 因
此ꎬ基于传感器信号的实时监测并对其进行性能退
化评估就显得极其重要ꎮ

近年来学者们提出了大量基于振动信号特征
提取和时间序列预测的方法并成功应用于轴承剩
余寿命(ｒｅｍａｉｎｉｎｇ ｕｓｅｆｕｌ ｌｉｆｅꎬ ＲＵＬ)预测中ꎬ其无需
考虑机械结构、工况以及失效机理的优势极大程度
上提高剩余寿命预测的精确度ꎮ 李华新等[２] 为解
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决传统机器学习模型需要大量训练和标签的缺点ꎬ
提出 了 分 层 稀 疏 码 ( ｈｉｅｒａｒｃｈｉｃａｌ ｓｐａｒｓｅ ｃｏｄｉｎｇꎬ
ＨＳＣ)的方法对轴承进行剩余寿命预测ꎮ 刘波等[３]

将轴承从正常到失效的全寿命周期划分成若干个
退化阶段ꎬ并将隐马尔可夫模型 ( ｈｉｄｄｅｎ Ｍａｒｋｏｖ
ｍｏｄｅｌꎬ ＨＭＭ) 与粒子群算法优化 ( ｐａｒｔｉｃｌｅ ｓｗａｒｍ
ｏｐｔｉｍｉｚａｔｉｏｎꎬＰＳＯ)改进的支持向量机(ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ
ｍａｃｈｉｎｅꎬ ＳＶＭ)结合对划分的退化阶段分别进行预
测ꎮ 上述方法一方面采用的是人工特征提取ꎬ其建
模方式复杂并且部分特征人工提取很容易被忽略
掉ꎮ 而近年来ꎬ深度学习凭借自身多层次的内部结
构和再学习训练方法的优势ꎬ能较好地解决传统人
工特征提取的不足ꎻ另一方面由于 ＲＵＬ 预测很明显
的一个特点就是时间相关性ꎬ传统方法无法提取到
时序数据的时间相关性特征ꎬ针对这一问题ꎬ循环
神经网络[４] ( ｒｅｃｕｒｒｅｎｔ ｎｅｕｒａｌ ｎｅｔｗｏｒｋꎬＲＮＮ)的变体
长短 期 记 忆 神 经 网 络 ( ｌｏｎｇ￣ｓｈｏｒｔ ｔｅｒｍ ｍｅｍｏｒｙꎬ
ＬＳＴＭ)应运而生ꎬ并且其在各个领域效果显著[５]ꎮ

因此ꎬ结合深度置信神经网络(ｄｅｅｐ ｂｅｌｉｅｆ ｎｅｕ￣
ｒａｌꎬ ＤＢＮ)与 ＬＳＴＭ 建立轴承寿命预测模型ꎬ一方面
发挥 ＤＢＮ 模型在深度特征提取的优势ꎬ提高传统的
人工特征提取的准确性和工作效率ꎻ另一方面利用
ＬＳＴＭ 处理时间序列的优势提高滚动轴承剩余寿命
预测的准确性ꎮ

１　 基础理论

１􀆰 １　 ＬＳＴＭ 基础理论
长短时记忆网络是 Ｈｏｃｈｒｅｉｔｅｒ 为解决循环神经

网络在处理比较长的时间序列数据时出现的梯度
爆炸和梯度消失现象而提出的一种记忆单元网络
结构的模型[６]ꎬ是在 ＲＮＮ 的基础上在细胞中引入了
判断信息是否符合要求的门限结构来控制信息的
累积速度———输入门、遗忘门、输出门ꎬ从而借助这
种结构对新信息进行记忆和更新ꎬ解决长期依赖的
问题ꎮ 如图 １ 所示每一个 ＬＳＴＭ 的神经元是由细胞
状态即长期状态 ｃｔ 和短期状态 ｈｔ、输入门 ｉｔ、遗忘门
ｆｔ、输出门 ｏｔ 所组成ꎮ

所谓的细胞状态ꎬ就是一个存储信息的容器ꎬ
通过输入门、遗忘门、输出门的过程控制ꎬ逐步对容
器中的信息进行增减变化和输出ꎮ 在每一个神经
单元中ꎬ细胞状态经历了遗忘门的遗忘过程ꎬ输入
门的输入过程以及向输出门进行输出信息的过程ꎮ

输入门就是复制处理当前神经单元的输入信
息ꎮ 它由两部分组成: ｓｉｇｍｏｉｄ 函数自主选择更新
哪些信息ꎻｔａｎｈ 函数将构造的全新的向量添加到当
前的细胞状态中以构造新的状态[７]ꎮ 实现公式为

σ 和 ｔａｎｈ 分别表示 ｓｉｇｍｏｉｄ 函数和双曲正切函数

图 １　 ＬＳＴＭ 结构

Ｆｉｇ􀆰 １　 ＬＳＴＭ ｓｔｒｕｃｔｕｒｅ

ｉｔ ＝ σ(ｗｘｉｘｔ ＋ ｗｈｉｈｔ －１ ＋ ｂｉ)

ｃ~ ｔ ＝ ϕ(ｗｘｃｘｔ ＋ ｗｈｃｈｔ －１ ＋ ｂｃ)
{ (１)

遗忘门的主要作用是决定当前的状态需要丢
弃之前的哪些信息ꎮ 若 ｆｔ ＝ １ 则表示信息被完全保

留ꎻ ｆｔ ＝ ０ 表示信息被完全丢弃[８]ꎮ ｆｔ 的实现公式为
ｆｔ ＝ σ(ｗｘｆｘｔ ＋ ｗｈｆｈｔ －１ ＋ ｂｆ) (２)
输出门主要控制的是当前隐藏状态的输出信

息ꎮ 实现公式为
ｈｔ ＝ ｏｔ ｔａｎｈ(ｃｔ)

ｃｔ ＝ ｉｔ ｃｔ
~ ＋ ｆｔｃｔ －１

ｏｔ ＝ σ(ｗｘｏｘｔ ＋ ｗｈｏｈｔ －１ ＋ ｂｏ)

ì

î

í

ïï

ïï
(３)

式中: ｈｔ －１ 为 ｔ － １ 时刻的输出ꎻ ｗｘｉ、ｗｘｃ、ｗｘｆ、ｗｘｏ 分别
为在 ｔ 时刻输入向量 ｘｔ 的权重矩阵参数ꎻ ｗｈｉ、ｗｈｃ、
ｗｈｆ、ｗｈｏ 分别表示 ｔ － １ 时刻隐层向量 ｈｔ －１ 的权重矩
阵参数ꎻ ｂｉ、ｂｃ、ｂｆ、ｂｏ 表示偏置向量参数ꎮ

最后利用反向传播 ( ｂａｃｋ ｐｒｏｐａｇａｔｉｏｎ ｔｈｒｏｕｇｈ
ｔｉｍｅꎬ ＢＰＴＴ)算法对 ＬＳＴＭ 模型进行参数优化ꎮ
１􀆰 ２　 ＤＢＮ 基础理论

多层 受 限 玻 尔 兹 曼 机 ( ｒｅｓｔｒｉｃｔｅｄ ｂｏｌｔｚｍａｎｎ
ｍａｃｈｉｎｅꎬ ＲＢＭ)和一层 ＢＰ 网络构成了典型的深度
置信神经网络ꎬ运用逐层贪婪学习算法优化 ＲＢＭ 层
间的权重和偏置[９]ꎬＤＢＮ 基本结构如图 ２ 所示ꎮ

ｗ 为权重ꎬ ｖ 为可视层输入向量ꎬ ｈ 为隐含层输出向量

图 ２　 ＤＢＮ 结构

Ｆｉｇ􀆰 ２　 ＤＢＮ ｓｔｒｕｃｔｕｒｅ

９２３３１２０２１ꎬ２１(３１) 慎明俊ꎬ等:基于 ＤＢＮ￣ＬＳＴＭ 的滚动轴承剩余寿命预测模型
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图 ２ 中的可视层和隐含层两部分构成了 ＤＢＮ
网络的 ＲＢＭ 单元ꎻ为保留数据更多的特征 ＤＢＮ 网
络中上一层 ＲＢＭ 的输出即为下一层 ＲＢＭ 的输入ꎻ
最后ꎬ再建立一层 ＢＰ 神经网络ꎬ利用反向传播网络
将误差信息自上而下传播到 ＲＢＭ 的每一层ꎬ并对
ＤＢＮ 网络模型的参数进行微调ꎬ以保证整个 ＤＢＮ
的特征向量为最优ꎮ

２　 基于 ＤＢＮ￣ＬＳＴＭ 的剩余寿命预测
模型

２􀆰 １　 模型构建
搭建基于 ＤＢＮ￣ＬＳＴＭ 的寿命预测模型ꎬ充分利

用 ＤＢＮ 多层次感知机结构的优势ꎬ较好地保留了原
始数据的属性ꎬ较好地解决滚动轴承振动数据特征
提取问题ꎬ克服了以往轴承信号特征提取依靠人为
经验提取的不足ꎬ提高了滚动轴承寿命预测精度ꎮ
流程图如图 ３ 所示ꎮ 具体操作如下ꎮ

图 ３　 ＤＢＮ￣ＬＳＴＭ 流程图

Ｆｉｇ􀆰 ３　 ＤＢＮ￣ＬＳＴＭ ｆｌｏｗ ｃｈａｒｔ

(１)数据预处理ꎮ 依据原始信号频谱设置带通
滤波的滤波区间ꎬ并对信号进行降噪处理ꎮ

(２ ) 确定预测起始点 ( ｓｔａｒｔ ｐｒｅｄｉｃｔｉｏｎ ｐｏｉｎｔꎬ
ＳＰＴ)ꎮ 根据均方根特征和峭度特征的全寿命趋势
图确定剩余寿命预测起始点ꎬ并依据 ＳＰＴ 划分训练
集和测试集ꎮ

(３)深层特征提取ꎮ 利用 ＰＳＯ 算法对深度置信
神经网络的 ４ 层 ＲＢＭ 结构的层节点数进行优化ꎬ提
取轴承振动数据的深层特征ꎬ完成无监督学习训练
过程ꎮ

(４)训练阶段ꎮ 将经优化后的 ＤＢＮ 提取到的
深层特征输入到 ＬＳＴＭ 网络中ꎬ并依据式 (１) ~

式(３)及 ＬＳＴＭ 网络记忆单元结构独有的特性ꎬ经
ＬＳＴＭ 进行训练ꎬ建立起预测模型ꎮ

(５)测试阶段ꎮ 将划分的测试集输入到训练好
的预测模型中ꎬ得到轴承的 ＲＵＬꎮ
２􀆰 ２　 性能度量

假设预测值 ｙ^ ＝ { ｙ^１ꎬ ｙ^２ꎬ􀆺ꎬ ｙ^ｎ}ꎬ 真实值 ｙ ＝
{ｙ１ꎬｙ２ꎬ􀆺ꎬｙｎ}ꎮ 选用均方根误差 ( ｒｏｏｔ ｍｅａｎ ｓｑｕａｒｅ
ｅｒｒｏｒꎬ ＲＭＳＥ)、平均相对误差 (ｍｅａｎ ａｂｓｏｌｕｔｅ ｐｅｒ￣
ｃｅｎｔａｇｅ ｅｒｒｏｒꎬＭＡＰＥ) 和平均精度(ｍｅａｎ ａｃｃｕｒａｃｙꎬ
ＭＡ) [１０]作为本模型的评价指标ꎬ表达式为

ＲＭＳＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
( ｙ^ｉ － ｙｉ) ２ (４)

ＭＡＰＥ ＝ １
ｎ∑

ｎ

ｉ ＝ １
( ｙ^ｉ － ｙｉ) / ｙｉ × １００％ (５)

ＭＡ ＝１ － ＭＡＰＥ (６)
式中:ＲＭＳＥ 值越小ꎬ表明预测值与真实值越接近ꎬ
预测准确性越高ꎮ ＭＡＰＥ 和 ＭＡ 评价模型的预测能
力ꎮ ＭＡＰＥ 越小ꎬＭＡ 越大ꎬ模型的预测效果越好ꎮ

３　 实验验证

３􀆰 １　 实验数据处理
采用辛辛那提大学公开的滚动轴承全寿命周

期数据中的第二组数据 (共 ９８４ 组ꎬ采样间隔为
１０ ｍｉｎꎬ采样频率为 ２ ０００ Ｈｚ)进行模型验证ꎬ该数
据在滚动轴承 ＲＵＬ 预测领域应用的极为广泛ꎮ 其
中包含了轴承在不同状态和模式下的监测数据ꎬ试
验结束后每个轴承都有不同程度的磨损ꎮ 有关轴
承的具体信息请参阅文献[１１]ꎬ此处不作说明ꎮ

为了清晰地反映出轴承的剩余寿命和退化趋
势ꎬ设置 ＤＢＮ￣ＬＳＴＭ 模型的输出为 １ ~ ９８４ 的数列以
此来表征轴承的退化状态ꎬ１ 表示轴承处于正常运
行状态ꎬ９８４ 则表示轴承出现故障实验结束ꎮ 滚动
轴承剩余寿命的预测值则通过模型输出的退化值
映射到对应的数据集组数ꎮ 图 ４ 为轴承从正常到外
圈故障的全寿命过程时频图ꎬ由图 ４(ｂ)可知信号的
能量集中在 ４ ０００ ~ ５ ０００ Ｈｚꎬ并且噪声较多ꎮ 设置
带通滤波的滤波区间对信号进行降噪处理ꎬ图 ５ 为
经带通滤波降噪后的时频图ꎮ

对比图 ５(ａ)和图 ４( ａ)可知ꎬ信号经带通滤波
降噪后滤除了轴承在运转过程中产生的噪声ꎬ使得
时域图中信号更加光滑ꎻ在频谱图中ꎬ图 ５(ｂ)与图
４(ｂ)相比ꎬ故障脉冲更加凸显ꎮ 这样 ＤＢＮ 提取的
特征就更加有效ꎬ模型预测就更加准确ꎮ
３􀆰 ２　 开始预测点(ＳＰＴ)选择

寿命预测起始点的选择将影响预测的准确性ꎬ
并且滚动轴承的寿命相对其他零部件较长ꎬ所以选

０３３３１
科　 学　 技　 术　 与　 工　 程

Ｓｃｉｅｎｃｅ Ｔｅｃｈｎｏｌｏｇｙ ａｎｄ Ｅｎｇｉｎｅｅｒｉｎｇ ２０２１ꎬ２１(３１)
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图 ４　 轴承全寿命周期时频图

Ｆｉｇ􀆰 ４　 Ｔｉｍｅ ｆｒｅｑｕｅｎｃｙ ｄｉａｇｒａｍ ｏｆ ｂｅａｒｉｎｇ ｌｉｆｅ ｃｙｃｌｅ

图 ５　 降噪后轴承全寿命周期时频图

Ｆｉｇ􀆰 ５　 Ｔｉｍｅ￣ｆｒｅｑｕｅｎｃｙ ｄｉａｇｒａｍ ｏｆ ｂｅａｒｉｎｇ ｌｉｆｅ ｃｙｃｌｅ ａｆｔｅｒ
ｎｏｉｓｅ ｒｅｄｕｃｔｉｏｎ

择合适的滚动轴承剩余寿命预测起始点对于提高

预测精度和减少预测时间是极其重要的ꎮ
在训练样本时ꎬ由于信号中包含噪声和轴承故

障时产生的共振谐波ꎬ因此不能直接选择振动信号

的幅值特征来表征轴承的退化状态和预测模型的

输入ꎮ 实际上ꎬ主要的统计特征有均方根、峭度、裕
度因子、峰值、峰峰值、偏度和功率谱密度等[１２]ꎮ 选

取均方根(ｒｏｏｔ ｍｅａｎ ｓｑｕａｒｅꎬ ＲＭＳ)和峭度两个特征

值来表征轴承退化状态ꎬ并以此来确定轴承退化模

型的 ＳＰＴꎮ 图 ６(ａ)和图 ６(ｂ)分别为 ＲＭＳ 和峭度在

轴承运行全寿命周期的趋势图ꎮ 对比两图可发现

ＲＭＳ 和峭度在全寿命周期前期较为平稳ꎬ后期有明
显的波动ꎬ可以确定轴承在此时段内发生了故障ꎮ
为进一步验证 ＳＰＴ 对预测结果的影响ꎬ选择不同的
预测起始点进行模型训练ꎮ 从表 １ 中可知开始预测
点越早模型训练时间越长ꎬ预测精度也不佳ꎮ 因
此ꎬＳＰＴ 点的选择要能保证预测的精度ꎬ不宜过早也
不易过晚ꎬ经对比本文选择第 ６８４ 组数据处作为
ＬＳＴＭ 模型的 ＳＰＴ 点ꎮ

图 ６　 均方根与峭度趋势图

Ｆｉｇ􀆰 ６　 ＲＭＳ ａｎｄ Ｋｕｒｔｏｓｉｓ ｔｒｅｎｄ ｇｒａｐｈ

表 １　 不同起始点的预测结果对比

Ｔａｂｌｅ １　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ ｆｒｏｍ ｄｉｆｆｅｒｅｎｔ
ｓｔａｒｔｉｎｇ ｐｏｉｎｔｓ

起始点设置 预测时间 / ｓ ＲＭＳＥ ＭＡＰＥ
８８４ ８８５ ０􀆰 ０４９ ４ ０􀆰 ４０３ １
７８４ １ ３４８ ０􀆰 ０６５ ７ ０􀆰 ２８２ ５
６８４ ２ ０９１ ０􀆰 ０６３ ２ ０􀆰 １６３ ２
５８４ ２ ２６５ ０􀆰 ２３２ ２ ０􀆰 ５６３ １
４８４ ２ ５４３ ０􀆰 ２６３ ５ ０􀆰 ４８５ ３
３８４ ２ ７６８ ０􀆰 ３９２ ３ ０􀆰 ６８５ ５
２８４ ３ ０５８ ０􀆰 ３５０ ４ ０􀆰 ５８３ ９
１８４ ３ ５８７ ０􀆰 ５８０ ０ ０􀆰 ８６１ ５

　 　 为保证预测精度并及时对轴承进行寿命预测ꎬ
选择从第 ３８４ 组数据开始进行训练ꎬ将 ３８４ ~ ６８４ 组
数据作为训练集ꎬ６８４ ~ ９８４ 组数据作为测试集ꎮ
３􀆰 ３　 ＤＢＮ 模型参数优选

ＤＢＮ 网络模型对数据特征提取的效果深受

ＲＢＭ 层数及节点数等参数的影响ꎮ 首先确定 ＲＢＭ
层数对 ＤＢＮ 特征提取的影响ꎬ对 ＲＢＭ 层数进行对

比选择ꎮ 选择平均精度(ＭＡ)、权重个数以及训练
时间作为评判标准ꎬ不同 ＲＢＭ 层数对预测结果的影

１３３３１２０２１ꎬ２１(３１) 慎明俊ꎬ等:基于 ＤＢＮ￣ＬＳＴＭ 的滚动轴承剩余寿命预测模型
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响对比结果如表 ２ 所示ꎮ
由表 ２ 可以看出当 ＤＢＮ 模型为 ４ 层时ꎬ测试样

本的 ＭＡ 达到最优ꎻ在 ＲＢＭ 层数确定的情况下ꎬ各
ＲＢＭ 层节点数目对预测精度及训练和测试时间都
会有极大的影响ꎮ 由于 ＲＢＭ 层节点数较大ꎬ若采用
纵向对比方案对其节点数进行优选运算量极大ꎬ因
此采用 ＰＳＯ 对各 ＲＢＭ 层节点数目进行寻优ꎬ以充
分发挥 ＤＢＮ 模型对轴承故障信号提取的优越性ꎮ
如图 ７ 所示当 ＰＳＯ 优化算法迭代次数为 ６０ 次时最
优ꎬ输出的 ４ 层 ＲＢＭ 节点数最优解为 ２４、４１、２４、５ꎮ

表 ２　 ＤＢＮ 层数对预测结果影响

Ｔａｂｌｅ ２　 Ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ ｔｈｅ ｎｕｍｂｅｒ ｏｆ ＤＢＮ ｌａｙｅｒｓ ｏｎ
ｔｈｅ ｐｒｅｄｉｃｔｉｏｎ ｒｅｓｕｌｔｓ

ＤＢＮ 网络层数 ＭＡ 权重个数 训练时间 / ｓ
２ ０􀆰 ８２８ ９３ ６９６ ８５５
３ ０􀆰 ８８２ １５９ ２３２ １ ５４６
４ ０􀆰 ８９２ ２２４ ７６８ ２ ０９１
５ ０􀆰 ８８７ ２９０ ３０４ ３ １９５
６ ０􀆰 ８８１ ３５５ ８４０ ３ ９１０

图 ７　 ＰＳＯ 适应度进化曲线

Ｆｉｇ􀆰 ７　 ＰＳＯ ｆｉｔｎｅｓｓ ｅｖｏｌｕｔｉｏｎ ｃｕｒｖｅ

３􀆰 ４　 基于 ＤＢＮ￣ＬＳＴＭ 的 ＲＵＬ 预测
为了确定被测轴承何时到达预期寿命ꎬ根据

３􀆰 ２ 节起始预测点的选择ꎬ现将第 ３８４ ~ ６８４ 组样本
数据作为训练集对模型进行训练ꎮ 由图 ８ 可知ꎬ随
着迭代次数的增加ꎬ训练误差趋于 ０ꎬ表明模型训练
效果极佳ꎮ 表 ３ 为训练后的 ＬＳＴＭ 网络结构参数ꎮ

图 ８　 训练误差

Ｆｉｇ􀆰 ８　 Ｔｒａｉｎｉｎｇ ｅｒｒｏｒ

将 ６８４ ~ ９８４ 组数据作为测试集输入到训练后
的 ＬＳＴＭ 网络中ꎬ得到图 ９ 所示 ＬＴＳＭ 预测输出
结果ꎮ

表 ３　 ＬＳＴＭ 参数

Ｔａｂｌｅ ３　 ＬＳＴＭ ｐａｒａｍｅｔｅｒｓ
网络参数 取值

输入层节点数 ６
输出层节点数 １
隐含层节点数 ４ꎬ４

网络层数 ４
学习率 ０􀆰 ０１

图 ９　 ＬＳＴＭ 预测结果

Ｆｉｇ􀆰 ９　 ＬＳＴＭ ｎｅｔｗｏｒｋ ｔｅｓｔ ｒｅｓｕｌｔｓ

　 　 从图 ９ 可以看出本文模型预测的轴承 ＲＵＬ 与
真实数据有相同的变化趋势ꎬ预测数据和实际数据
的曲线拟合程度高且两者之间的误差较小ꎬ在滚动
轴承运行后期预测值波动较小ꎬ表明本文选择的特
征值能有效表征滚动轴承的退化状态ꎬ也表明本文
提出的轴承剩余寿命预测方法是有效的ꎮ
３􀆰 ５　 对比分析

为了验证深度特征提取相对于人工特征提取
的有效性ꎬＬＳＴＭ 网络可以充分利用具有时间相关
性的退化历史数据的优越性ꎬ将 ＢＰ 神经网络、ＤＢＮ￣
ＢＰ 和传统的 ＬＳＴＭ 与本文模型进一步对比ꎬ各方法
预测结果如图 １０ 所示ꎮ 表 ４ 为 ４ 种方法的预测
误差ꎮ

图 １０　 ４ 种方法对比结果

Ｆｉｇ􀆰 １０　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔ ｏｆ ｆｏｕｒ ｍｅｔｈｏｄｓ

２３３３１
科　 学　 技　 术　 与　 工　 程

Ｓｃｉｅｎｃｅ Ｔｅｃｈｎｏｌｏｇｙ ａｎｄ Ｅｎｇｉｎｅｅｒｉｎｇ ２０２１ꎬ２１(３１)
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表 ４　 ４ 种方法的预测误差

Ｔａｂｌｅ ４　 Ｐｒｅｄｉｃｔｉｏｎ ｅｒｒｏｒ ｏｆ ｆｏｕｒ ｍｅｔｈｏｄｓ
采用方法 ＲＭＳＥ ＭＡＰＥ ＭＡ
传统 ＬＳＴＭ ０􀆰 ０７２ ７ ０􀆰 ２０６ ５ ０􀆰 ７９３ ５
ＢＰ 神经网络 ０􀆰 ６８８ ８ １􀆰 ６３４ ０ － ０􀆰 ６３４ ０

ＤＢＮ￣ＢＰ ０􀆰 ３５７ ６ ０􀆰 ９９１ ０ ０􀆰 ００９ ０
ＤＢＮ￣ＬＳＴＭ ０􀆰 ０３１ ６ ０􀆰 ００８ ９ ０􀆰 ９９１ １

　 　 由图 １０ 可知ꎬＤＢＮ￣ＢＰ、ＢＰ 神经网络及传统的
ＬＳＴＭ 模型在轴承运行后期与真实值出现较大的离
散性ꎬ表明这两种方法不能充分挖掘时间序列数据
的内在联系ꎻ传统的 ＬＳＴＭ 网络模型相比前三种模
型表现出较好的拟合性ꎬ但在轴承运行的最后期表
现出一定的离散性ꎬ这是由于人工特征提取不能提
取深层特征的原因ꎻ本文提出的 ＤＢＮ￣ＬＳＴＭ 模型在
精度和拟合程度上都要优于其他四种模型ꎬ且本文
方法的预测值与真实值基本保持一致ꎮ 证明了本
文方法的可行性ꎮ 从表 ４ 中可以看出基于 ＤＢＮ￣
ＬＳＴＭ 的寿命预测 ＲＭＳＥ ＝０􀆰 ０３１ ６ꎬＭＡＰＥ ＝０􀆰 ００８ ９ꎬ
均小于其他几种方法ꎬ证明该方法预测精度最高ꎬ
可以准确预测滚动轴承剩余寿命ꎮ

４　 结论

提出一种基于 ＤＢＮ￣ＬＳＴＭ 模型的滚动轴承剩
余寿命预测模型ꎬ融合了 ＤＢＮ 在深度特征提取的优
势和 ＬＳＴＭ 处理时间序列的特性ꎬ提高了滚动轴承
剩余寿命预测的准确性ꎮ 通过实验分析得到以下
结论ꎮ

(１)通过轴承全寿命周期内均方根和峭度特征
的趋势图ꎬ确定轴承寿命预测的 ＳＰＴ 点ꎬ提高预测
的准确性ꎮ

(２)ＰＳＯ 优化后的 ＤＢＮ 网络能充分从高维复
杂数据中能有效提取表征轴承退化状态的深层特
征ꎬ结合 ＬＳＴＭ 网络对时间序列数据具有的自主学
习能力的优势来提高预测的准确性ꎬ利用随时间变
化的退化历史数据来获取退化状态并有效地实现
非线性函数映射ꎮ

(３)经过与其他预测方法对比发现ꎬ基于 ＤＢＮ￣
ＬＳＴＭ 的轴承退化预测方法在预测精度方面优于其
他 ３ 种方法ꎬ能进一步提高滚动轴承 ＲＵＬ 预测的
精度ꎮ

参 考 文 献

[１] Ｎｅｇｒｉｃｈｉ Ｋꎬ Ｍａｓｃｏｌｏ Ｍ Ｄꎬ Ｆｌａｕｓ Ｊ Ｍ. Ａ ｍｏｄｅｌ ｂａｓｅｄ ａｐｐｒｏａｃｈ ｔｏ
ａｓｓｅｓｓ ｔｈｅ ｐｅｒｆｏｒｍａｎｃｅ ｏｆ ｐｒｏｄｕｃｔｉｏｎ ｓｙｓｔｅｍｓｉｎ ｄｅｇｒａｄｅｄ ｍｏｄｅ[Ｊ] .
Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｊｏｕｒｎａｌ ｏｆ Ｐｒｏｄｕｃｔｉｏｎ Ｒｅｓｅａｒｃｈꎬ ２０１７ꎬ ５５(８): ２２８８￣
２３０３.

[２] 李华新ꎬ 王衍学. 基于分层稀疏编码的轴承剩余寿命预测方法

[Ｊ] . 现代制造工程ꎬ ２０１９(５): ７￣１２.
Ｌｉ Ｈｕａｘｉｎꎬ Ｗａｎｇ Ｙａｎｘｕｅ. Ａ ＲＵＬ ｐｒｅｄｉｃｔｉｏｎ ａｐｐｒｏａｃｈ ｆｏｒ ｒｏｌｌｉｎｇ
ｂｅａｒｉｎｇ ｂａｓｅｄ ｏｎ ｈｉｅｒａｒｃｈｉｃａｌ ｓｐａｒｓｅ ｃｏｄｉｎｇ[ Ｊ] . Ｍｏｄｅｒｎ Ｍａｎｕｆａｃ￣
ｔｕｒｉｎｇ Ｅｎｇｉｎｅｅｒｉｎｇꎬ ２０１９(５): ７￣１２.

[３] 刘　 波ꎬ 宁　 芊ꎬ 刘才学ꎬ 等. 基于连续型 ＨＭＭ 和 ＰＳＯ￣ＳＶＭ
的滚动轴承剩余寿命预测[ Ｊ] . 计算机应用ꎬ ２０１９ꎬ ３９( Ｓ１):
３１￣３５.
Ｌｉｕ Ｂｏꎬ Ｎｉｎｇ Ｑｉａｎꎬ Ｌｉｕ Ｃａｉｘｕｅꎬ ｅｔ ａｌ. Ｒｅｓｉｄｕａｌ ｌｉｆｅ ｐｒｅｄｉｃｔｉｏｎ ｏｆ
ｒｏｌｌｉｎｇ ｂｅａｒｉｎｇｓ ｂａｓｅｄ ｏｎ ｃｏｎｔｉｎｕｏｕｓ ｈｉｄｄｅｎ Ｍａｒｋｏｖ ｍｏｄｅｌ ａｎｄ ＰＳＯ￣
ＳＶＭ[Ｊ] . Ｃｏｍｐｕｔｅｒ Ａｐｐｌｉｃａｔｉｏｎｓꎬ ２０１９ꎬ ３９(Ｓ１): ３１￣３５.

[４] Ｔａｉ Ｋ Ｓꎬ Ｓｏｃｈｅｒ Ｒꎬ Ｍａｎｎｉｎｇ Ｃ Ｄ. Ｉｍｐｒｏｖｅｄ ｓｅｍａｎｔｉｃ ｒｅｐｒｅｓｅｎｔａ￣
ｔｉｏｎｓ ｆｒｏｍ ｔｒｅｅ￣ｓｔｒｕｃｔｕｒｅｄ ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙ ｎｅｔｗｏｒｋｓ [ Ｊ] .
Ｃｏｍｐｕｔｅｒ Ｓｃｉｅｎｃｅꎬ ２０１５ꎬ ５(１): ３６.

[５] Ｒｕｍｅｌｈａｒｔ Ｄ Ｅꎬ Ｈｉｎｔｏｎ Ｇ Ｅꎬ Ｗｉｌｌｉａｍｓｒ Ｊ. Ｌｅａｒｎｉｎｇ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ
ｂｙ ｂａｃｋ￣ｐｒｏｐａｇａｔｉｎｇ ｅｒｒｏｒｓ[ Ｊ] . Ｎａｔｕｒｅꎬ １９８６ꎬ ３２３(６０８８): ６９６￣
６９９.

[６] Ｈｏｃｈｒｅｉｔｅｒ Ｓꎬ Ｓｃｈｍｉｄｈｕｂｅｒ Ｊ. Ｌｏｎｇ ｓｈｏｒｔ￣ｔｅｒｍ ｍｅｍｏｒｙ[Ｊ] . Ｎｅｕｒａｌ
Ｃｏｍｐｕｔａｔｉｏｎꎬ １９９７ꎬ ９(８): １７３５￣１７８０.

[７] 陈保家ꎬ 陈学力ꎬ 沈保明ꎬ 等. ＣＮＮ￣ＬＳＴＭ 深度神经网络在滚

动轴承故障诊断中的应用[ Ｊ] . 西安交通大学学报ꎬ ２０２１ꎬ ５５
(６): １￣９.
Ｃｈｅｎ Ｂａｏｊｉａꎬ Ｃｈｅｎ Ｘｕｅｌｉꎬ Ｓｈｅｎ Ｂａｏｍｉｎｇꎬ ｅｔ ａｌ. Ｆａｕｌｔ ｄｉａｇｎｏｓｉｓ ｆｏｒ
ｒｏｌｌｉｎｇ ｂｅａｒｉｎｇ ｂａｓｅｄ ｏｎ ｃｏｎｖｏｌｕｔｉｏｎ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ａｎｄ ｌｏｎｇ ｓｈｏｒｔ￣
ｔｅｒｍ ｍｅｍｏｒｙ[ Ｊ] . Ｊｏｕｒｎａｌ ｏｆ Ｘｉ'ａｎ Ｊｉａｏｔｏｎｇ Ｕｎｉｖｅｒｓｉｔｙꎬ ２０２１ꎬ ５５
(６): １￣９.

[８] 胡城豪ꎬ 胡昌华ꎬ 司小胜ꎬ 等. 基于 ＭＳＣＮＮ￣ＬＳＴＭ 的滚动轴承

剩余寿命预测方法[Ｊ] . 中国测试ꎬ ２０２０ꎬ ４６(９): １０３￣１１０.
Ｈｕ Ｃｈｅｎｇｈａｏꎬ Ｈｕ Ｃｈａｎｇｈｕａꎬ Ｓｉ Ｘｉａｏｓｈｅｎｇꎬ ｅｔ ａｌ. Ｒｅｍａｉｎｉｎｇ ｕｓｅ￣
ｆｕｌ ｌｉｆｅｔｉｍｅ ｐｒｅｄｉｃｔｉｏｎ ｍｅｔｈｏｄ ｏｆ ｒｏｌｌｉｎｇ ｂｅａｒｉｎｇ ｂａｓｅｄ ｏｎ ＭＳＣＣＮＮ￣
ＬＳＴＭ[Ｊ] . Ｃｈｉｎａ Ｍｅａｓｕｒｅｍｅｎｔ ＆ Ｔｅｓｔꎬ ２０２０ꎬ ４６(９): １０３￣１１０.

[９] 段礼祥ꎬ 赵剑平ꎬ 曲海涛ꎬ 等. 基于深度置信网络的齿轮箱智

能诊 断 方 法 [ Ｊ ] . 科 学 技 术 与 工 程ꎬ ２０２０ꎬ ２０ ( ２７ ):
１１０９９￣１１１０４.
Ｄｕａｎ Ｌｉｘｉａｎｇꎬ Ｚｈａｏ Ｊｉａｎｐｉｎｇꎬ Ｑｕ Ｈａｉｔａｏꎬ ｅｔ ａｌ. Ｇｅａｒｂｏｘ ｉｎｔｅｌｌｉｇｅｎｔ
ｄｉａｇｎｏｓｉｓ ｍｅｔｈｏｄ ｂａｓｅｄ ｏｎ ｄｅｅｐ ｂｅｌｉｅｆ ｎｅｔｗｏｒｋ[ Ｊ] . Ｓｃｉｅｎｃｅ Ｔｅｃｈ￣
ｎｏｌｏｇｙ ａｎｄ Ｅｎｇｉｎｅｅｒｉｎｇꎬ ２０２０ꎬ ２０(２７): １１０９９￣１１１０４.

[１０] 张雨琦ꎬ 邹金慧ꎬ 马 　 军. 多退化变量灰色预测模型的滚动

轴承剩余寿命预测[Ｊ] . 探测与控制学报ꎬ ２０１９ꎬ ４１(３): １１２￣
１２０.
Ｚｈａｎｇ Ｙｕｑｉꎬ Ｚｏｕ Ｊｉｎｈｕｉꎬ Ｍａ Ｊｕｎ. Ｒｏｌｌｉｎｇ ｂｅａｒｉｎｇ ｒｅｓｉｄｕａｌ ｌｉｆｅ
ｐｒｅｄｉｃｔｉｏｎ ｂａｓｅｄ ｏｎ Ｇｒｅｙ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ ｗｉｔｈ ｍｕｌｔｉｐｌｅ ｄｅｇｒａｄａ￣
ｔｉｏｎ ｖａｒｉａｂｌｅｓ[Ｊ] . Ｊｏｕｒｎａｌ ｏｆ Ｄｅｔｅｃｔｉｏｎ ＆ Ｃｏｎｔｒｏｌꎬ ２０１９ꎬ ４１(３):
１１２￣１２０.

[１１] Ｑｉｕ Ｈꎬ Ｌｅｅ Ｊꎬ Ｌｉｎ Ｊꎬ ｅｔ ａｌ. Ｗａｖｅｌｅｔ ｆｉｌｔｅｒ￣ｂａｓｅｄ ｗｅａｋ ｓｉｇｎａｔｕｒｅ
ｄｅｔｅｃｔｉｏｎ ｍｅｔｈｏｄ ａｎｄ ｉｔｓ ａｐｐｌｉｃａｔｉｏｎ ｏｎ ｒｏｌｌｉｎｇ ｅｌｅｍｅｎｔ ｂｅａｒｉｎｇ
ｐｒｏｇｎｏｓｔｉｃｓ[Ｊ] . Ｊｏｕｒｎａｌ ｏｆ Ｓｏｕｎｄ ＆ Ｖｉｂｒａｔｉｏｎꎬ ２００６ꎬ ２８９(４):
１０６６￣１０９０.

[１２] 张利群ꎬ 朱利民ꎬ 钟秉林. 几个机械状态监测特征量的特性

研究[Ｊ] . 振动与冲击ꎬ ２００１ꎬ ２０(１): ２０￣２１.
Ｚｈａｎｇ Ｌｉｑｕｎꎬ Ｚｈｕ Ｌｉｍｉｎꎬ Ｚｈｏｎｇ Ｂｉｎｇｌｉｎ. Ｓｔｕｄｙ ｏｎ ｔｈｅ ｆｅａｔｕｒｅ ｏｆ
ｓｏｍｅ ｓｐｅｃｉｆｉｃ ｐａｒａｍｅｔｅｒｓ ｕｔｉｌｉｚｅｄ ｆｏｒ ｍａｃｈｉｎｅ ｃｏｎｄｉｔｉｏｎ ｍｏｎｉｔｏｒｉｎｇ
[Ｊ] . Ｊｏｕｒｎａｌ ｏｆ Ｖｉｂｒａｔｉｏｎ ａｎｄ Ｓｈｏｃｋꎬ ２００１ꎬ ２０(１): ２０￣２１􀆰

３３３３１２０２１ꎬ２１(３１) 慎明俊ꎬ等:基于 ＤＢＮ￣ＬＳＴＭ 的滚动轴承剩余寿命预测模型


