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摘　 要　 为了精准预测交通流量ꎬ充分提取交通流中复杂的线性和非线性特征及其依赖关系ꎬ提出了融合多维时空特征的

ＣＬＡＢＥＫ 模型ꎮ 其中ꎬ由 Ｃｏｎｖ￣ＬＳＴＭ、ＢｉＬＳＴＭ 和 Ｄｅｎｓｅ 神经网络分别提取时空特征、周期特征和额外特征(节假日、天气状况

以及温度等)ꎬ并通过将上述模型融合从而全面获取交通流的非线性特征ꎻ由卡尔曼滤波提取交通流的线性特征ꎮ 在公开数

据集上的对比实验证明ꎬＣＬＡＢＥＫ 模型在短期交通流预测任务上表现出最好的预测效果ꎮ
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　 　 随着汽车数量的大幅攀升ꎬ缓解交通拥堵越来
越成为城市发展所要面对的重大课题ꎮ 构建完善
的智能交通预测系统ꎬ是一项重要的应对措施ꎮ 准
确的交通流量预测能够辅助有关部门进行决策ꎬ提
前采取相关预警措施ꎬ促进管理体系和管理能力现

代化ꎬ给人们出行提供更加合理的建议ꎬ减缓交通
拥堵ꎮ

现有文献对交通流量预测进行了广泛的研究ꎬ
预测方法可以分为四类:线性模型、非线性模型、组
合模型以及交通仿真模型[１]ꎮ 其中ꎬ组合模型是近

些年研究的热点ꎬ通过组合能够综合不同模型的优
势ꎬ提取不同维度、不同层面的交通流量特征ꎬ从而

提取到更加全面的交通流量信息ꎬ做出更为精准的
交通流量预测ꎮ

在组合模型中ꎬ基于时空融合的组合模型由于
其能够提取到更为全面的特征而被广泛研究ꎮ 组

合模型可以分为三类:时序与非时序模型的组合、
线性与非线性模型的组合以及多个非线性神经网

络模型的组合ꎮ 文献[２]组合了时序预测方法霍尔
特￣温特(Ｈｏｌｔ￣Ｗｉｎｔｅｒｓ)与线性回归模型ꎬ对高铁的

客流量进行预测ꎬ综合提取了时序与非时序特征ꎮ
文献[１]将非线性模型小波神经网络与线性模型卡

尔曼滤波进行组合ꎬ能对交通流数据中的线性部分
和非线性部分进行充分提取ꎬ更为完整地描述了交
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通流特征ꎬ从而对交通流更加准确地做出预测ꎮ 将
优化算法与预测模型相结合可以提高模型预测精
度ꎬ如文献[３]中利用粒子群算法优化支持向量回
归模型ꎬ从而对高速公路做出交通流预测ꎮ 集成模

型也是交通流预测中常采用的方法ꎬ文献[４]中提
出了一种双机制 Ｓｔａｃｋｉｎｇ 集成模型可以更好克服单
一模型存在的不足ꎬ从而做出更精确的预测ꎮ

在神经网络组合模型中ꎬ基于时空融合的组合
模型是研究的热点ꎮ 由于交通流的变化在时间维
度上具有明显的时序传递性的同时ꎬ也会受空间维

度上相邻路段的影响ꎬ所以时空融合方法能够更加
全面地考虑影响交通流变化的因果关系ꎬ从而提供
更为准确的预测ꎮ 文献[５]提出了一种注意力交通

流机制( ａｔｔｅｎｔｉｖｅ ｔｒａｆｆｉｃ ｆｌｏｗ ｍａｃｈｉｎｅꎬＡＴＦＭ)ꎬ用于
提取交通流的时间与空间特征ꎮ 采用注意力机制
自适应地对相关部分予以关注ꎬ从而能端到端地生

成交通流预测图ꎮ 文献[６]对提取交通流空间特征
的有向性和动态性进行了改进ꎬ通过双流图卷积层
提取空间相关性的稳定分量和动态分量ꎬ最后将所

提取的时空相关性进行融合ꎬ从而得到较好的预测
结果ꎮ 文献[７]提出了基于 ＣＮＮ￣ＲｅｓＮｅｔ￣ＬＳＴＭ 的网
络结构ꎬ通过残差单元加深网络深度ꎬ提高预测准

确度ꎬ同时充分提取交通流的时空特征ꎮ 文献[８]
利用 图 卷 积 网 络 ( ｇｒａｐｈ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋｓꎬ
ＧＣＮ)对路网的空间结构进行拓扑关系建模ꎬ将其

输出作为门控循环单元(ｇａｔｅ ｒｅｃｕｒｒｅｎｔ ｕｎｉｔꎬＧＲＵ)的
输入ꎬ用于提取时间特征ꎮ 文献[９]使用卷积￣门控
循环单元和双向门控循环单元分别提取时空特征ꎬ
将融合后的特征用于对交通流预测ꎮ 文献[１０]构
建了空间邻接矩阵作为空间相关性的量化指标ꎬ从
而建立交通预测模型ꎮ 文献[１１]提出了一种多图

注意力网络(ｇｒａｐｈ ｍｕｌｔｉ￣ａｔｔｅｎｔｉｏｎ ｎｅｔｗｏｒｋꎬ ＧＭＡＮ)ꎬ
使用多个时空注意力块作为编码器和解码器来模
拟时空因素对交通状况的影响ꎮ 文献[１２]提出了

一种优化的图卷积神经网络ꎬ避免了 ＣＮＮ 会对路网
空间结构产生破坏ꎬ用图来表示网络的空间信息ꎮ
文献[１３]提出了基于注意力机制的 Ｃｏｎｖ￣ＬＳＴＭ 网
络结构ꎬ综合提取交通流中的时间特征、空间特征

以及周期特征ꎮ 文献[１４]考虑到距离较远的路段
可可能对当前路段的交通状况产生重要的影响ꎬ提
出了深度学习框架 Ｔ￣ＭＧＣＮꎬ对路网中的全局特征

进行联合建模ꎬ从而进行预测ꎮ 文献[１５]提出了一
种新的时空图神经网络ꎬ以综合捕捉交通流的时空
模式ꎮ 文献[１６]用卷积神经网络提取日间的交通

模式ꎬ然后输入长短期记忆神经网络来提取日内交
通流随时间演化的特征ꎮ 文献[１７] 结合了卷积神

经网络(ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｕｒａｌ ｎｅｔｗｏｒｋｓꎬＣＮＮ)、长短时

记忆网络( ｌｏｎｇ￣ｓｈｏｒｔ ｔｅｒｍ ｍｅｍｏｒｙꎬＬＳＴＭ)和支持向

量回归( ｓｕｐｐｏｒｔ ｖｅｃｔｏｒ ｒｅｇｒｅｓｓｉｏｎꎬＳＶＲ)ꎬ将 ＣＮＮ 与

ＬＳＴＭ 提取的空间与时间特征输入 ＳＶＲ 进行交通流

预测ꎮ 文献[１８]将注意力机制与 ＬＳＴＭ 相结合ꎬ提
出了一种端到端的时空注意力模型 ＳＴＡＴＦꎬ来自适

应地学习交通流中的时空依赖性ꎮ
从时空融合出发ꎬ构建一个多维时空特征提取

的组合模型ꎬ充分考虑影响交通流量变化的线性和

非线性因素ꎬ从而提高交通流量预测的准确度ꎬ以
飨读者ꎮ

１　 ＣＬＡＢＥＫ 模型

现有文献多基于神经网络模型的组合进行展

开ꎮ 神经网络组合模型能够综合不同模型的优势ꎬ
全面提取交通流中隐藏的时空特征ꎬ在各种预测任

务中表现出较好的效果ꎮ 但神经网络属于非线性

模型ꎬ无法很好地提取交通流中的线性部分特征ꎮ
基于此ꎬ提出神经网络与线性模型卡尔曼滤波组合

的交通流预测模型ꎮ 神经网络部分由卷积￣长短期

记忆 网 络 ( ｃｏｎｖｏｌｕｔｉｏｎａｌ ｌｏｎｇ￣ｓｈｏｒｔ ｔｅｒｍ ｍｅｍｏｒｙꎬ
Ｃｏｎｖ￣ＬＳＴＭ)层、双向长短期记忆网络(ｂｉｄｉｒｅｃｔｉｏｎａｌ
ｌｏｎｇ￣ｓｈｏｒｔ ｔｅｒｍ ｍｅｍｏｒｙꎬＢｉＬＳＴＭ)层、全连接(ｄｅｎｓｅｌｙ
ｃｏｎｎｅｃｔｅｄ ｃｏｎｖｏｌｕｔｉｏｎａｌ ｎｅｔｗｏｒｋｓꎬＤｅｎｓｅ)层构成ꎬ分
别用于提取交通流中的时空特征、周期特征以及外

部特征ꎬ利用卡尔曼滤波预测交通流中的线性部

分ꎬ从而构建多维时空特征融合的交通流预测

ＣＬＡＢＥＫ(ＣＮＮ＿ＬＳＴＭ＿ａｔｔｅｎｔｉｏｎ ＿ＢｉＬＳＴＭ＿ｅｘｔｒａ ｆｅａ￣
ｔｕｒｅ＿Ｋａｌｍａｎ ｆｉｌｔｅｒｉｎｇ) 模型ꎬ模型总体流程如图 １
所示ꎮ

Ｌ^ ｔ 为线性部分的预测值ꎻ Ｕ^ ｔ 为非线性部分的预测值

图 １　 ＣＬＡＢＥＫ 模型总体流程

Ｆｉｇ􀆰 １　 Ｏｖｅｒａｌｌ ｐｒｏｃｅｓｓ ｏｆ ｔｈｅ ＣＬＡＢＥＫ ｍｏｄｅｌ

ＣＬＡＢＥＫ 模型将交通流数据分解为线性部分 Ｌｔ

与非线性部分 Ｕｔꎬ 对两部分分别进行预测ꎬ表达

式[１]为

ｙｔ ＝ Ｌｔ ＋ Ｕｔ ＋ ξｔ (１)
式(１)中: ξｔ 表示预测过程中出现的随机误差ꎮ

使用组合神经网络模型提取交通流数据中的

非线性部分 Ｕｔꎬ 将其预测结果记为 Ｕ^ｔꎬ 真实值 ｙｔ 与

０４４３１
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预测值 Ｕ^ｔ 之间的残差记为 ｅｔꎬ 表达式为

ｅｔ ＝ ｙｔ － Ｕ^ｔ (２)
使用卡尔曼滤波对 ｅｔ 中蕴含的线性部分进行提

取ꎬ所得到的预测结果记为 Ｌ^ｔꎬ 表达式为

Ｌ^ ｔ ＝ ｆ(ｅｔ －ｎꎬｅｔ －ｎ＋１ꎬ􀆺ꎬｅｔ －１) ＋ εｔ (３)
式(３)中: εｔ 表示随机误差ꎮ

最后ꎬ将交通流序列线性部分的预测结果 Ｌ^ ｔ 与

非线性部分的预测结果 Ｕ^ｔ 相加ꎬ得到最终的预测结
果 ｙ^ｔꎬ 即

ｙ^ｔ ＝ Ｌ^ ｔ ＋ Ｕ^ｔ (４)
ＣＬＡＢＥＫ 模型将交通流分为线性和非线性两个

部分分别进行预测ꎬ从而更加全面地提取交通流特
征ꎬ做出更为准确地预测ꎮ
１􀆰 １　 组合神经网络模型

组合神经网络模型用于提取交通流数据中的
非线性部分ꎬ由四个模块构成:时空特征提取模块、
周期特征提取模块、额外特征提取模块与特征融合
模块ꎮ 时空特征提取模块使用的是添加了注意力
机制的 Ｃｏｎｖ￣ＬＳＴＭ 模型[１３]ꎮ 周期特征提取模块使
用两个 ＢｉＬＳＴＭ 分别提取交通流的日周期和周周期
特征ꎮ 额外特征提取模块是考虑到日期类型、天气
状况以及温度这些额外因素对交通流的影响ꎬ使用
全连接层提取这些额外特征ꎮ 特征融合层将上述
所提取到的不同特征进行拼接ꎬ通过多个全连接层
输出最后的预测结果ꎮ 神经网络组合模型的结构
如图 ２ 所示ꎮ

图 ２　 组合神经网络模型

Ｆｉｇ􀆰 ２　 Ｃｏｍｂｉｎｅｄ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ ｍｏｄｅｌ

组合模型的优势在于增加模型的复杂性后ꎬ解
决了单一模型只能够很好地提取某一类特征以及
容易造成过拟合的问题ꎮ ＣＬＡＢＥＫ 模型借鉴这一思
路组合了 ＣＮＮ、ＬＳＴＭ、ＢｉＬＳＴＭꎬ目的是发挥不同模
型的优势ꎬ多维度、多层次提取更为全面的特征ꎬ从
而做出更为精准的交通流量预测ꎮ

１􀆰 １􀆰 １　 时空特征提取模块

根据上述研究现状的综合分析ꎬ空间特征提取
多使用 ＧＣＮ 与 ＣＮＮꎬ其中 ＧＣＮ 用于对复杂的路网
拓扑结构进行建模ꎬＣＮＮ 对简单路网结构表现出更
好的特征提取能力ꎮ 时间特征提取多使用 ＬＳＴＭ 及
ＧＲＵꎬ两者在时序特征提取上表现出近似的效果ꎮ
时空融合模型总体思路是将路网空间和交通流量
时间两类特征提取模型进行组合ꎬ具体可以分为两
类:将空间特征提取的输出作为时序特征提取的输
入ꎻ空间特征提取模块与时序特征提取模块并行设
置ꎮ 由于本文所选取的数据集空间结构较为简单ꎬ
ＣＬＡＢＥＫ 模型选择 ＣＮＮ 与 ＬＳＴＭ 组合的 Ｃｏｎｖ￣ＬＳＴＭ
以提取时空特征ꎮ Ｃｏｎｖ￣ＬＳＴＭ 属于上述第一类组合
类型ꎬ同时将并行设置的 ＣＮＮ￣ＬＳＴＭ 设置为对比实
验ꎬ后文的实验结果表明 Ｃｏｎｖ￣ＬＳＴＭ 相较于 ＣＮＮ￣
ＬＳＴＭ 表现出更好的交通流量特征提取能力ꎮ

考虑到不同时刻对待预测时刻交通流量的影
响并不相同ꎬ为了对所提取的不同时间步的交通流
特征按照其重要程度赋予不同权重的关注ꎬ文献
[１３]在 Ｃｏｎｖ￣ＬＳＴＭ 模型中引入了注意力机制ꎬ使得
模型能够动态自适应地对更加重要的信息予以更
多关注ꎬ如图 ３ 所示ꎮ

图 ３　 添加了注意力机制的 Ｃｏｎｖ￣ＬＳＴＭ 结构图

Ｆｉｇ􀆰 ３　 Ｃｏｎｖ￣ＬＳＴＭ ｓｔｒｕｃｔｕｒｅ ｗｉｔｈ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ

Ｈｔ 为经过注意力机制加权后的输出值ꎬ具体计
算过程为

Ｈｔ ＝ ∑
ｎ

ｋ ＝ １
βｋｈｔ －(ｋ－１) (５)

式(５)中: ｈｔ －(ｋ－１) 为 ＬＳＴＭ 网络的输出值ꎻ βｋ 为注意
力权重ꎬ由注意力网络通过自适应学习得到ꎮ

Ｃｏｎｖ￣ＬＳＴＭ 的输入矩阵记为 Ｘｐ
ｔ ꎬ 表达式为

Ｘｐ
ｔ ＝

Ｘ１
１ Ｘ２

１ 􀆺 Ｘｐ
１

Ｘ１
２ Ｘ２

２ 􀆺 Ｘｐ
２

⋮ ⋮ ⋮
Ｘ１

ｔ Ｘ２
ｔ 􀆺 Ｘｐ

ｔ

æ

è

ç
ç
ç
ç

ö

ø

÷
÷
÷
÷

(６)

式(６)中: Ｘｐ
ｔ 代表不同观测点 １ꎬ２ꎬ􀆺ꎬｐ 在 ｔ 时刻下

的交通流量ꎮ
为了充分提取空间特征ꎬ本文中对空间数据排

列方式进行了改进ꎮ 文献[９]将待预测站点的交通

１４４３１２０２１ꎬ２１(３１) 宋瑞蓉ꎬ等:融合多维时空特征的交通流量预测模型
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流量数据置于矩阵中心ꎬ其余观测点的数据按照与
待预测观测点的距离从中心向两边依次排开ꎮ 考
虑到距离不是影响重要程度的唯一因素ꎬ与待预测
观测点较远ꎬ也有可能对待预测站点的交通流量产
生重要影响ꎬ所以采用皮尔逊相关系数法计算所有
观测点与待预测站点交通流量的相关系数ꎬ按照系
数绝对值大小从中间向两侧依次排开ꎮ

构建好输入矩阵 Ｘｐ
ｔ 后ꎬ将其作为 ＣＮＮ 的输入

用于提取空间特征ꎬ本模型使用的是一维卷积ꎬ卷
积核大小设置为 ３ꎬ步长设置为 １ꎬ采用 ＲｅＬＵ 激活
函数ꎮ
１􀆰 １􀆰 ２　 周期特征提取模块

交通流作为时间序列数据具有很强的周期性ꎮ
首先在一日之内会出现早高峰、晚高峰ꎬ交通流随
时间变化的大致趋势会日复一日的重复ꎬ提取日内
的周期特征可以更加准确地判断日内的交通峰值
和低谷ꎮ 其次ꎬ以周为单位的交通流序列也具有明
显的周期性ꎬ工作日与周末会显示出不同的变化趋
势ꎬ所以以周为单位的周期特征的提取对于交通流
预测也具有重要意义ꎮ

本模型使用两个 ＢｉＬＳＴＭ 来分别提取日周期特
征和周周期特征ꎮ ＢｉＬＳＴＭ 由两个平行的 ＬＳＴＭ 堆
叠构成ꎬ其中一层 ＬＳＴＭ 前向传播ꎬ一层后向传播ꎬ
最后将其两个方向的隐藏状态进行组合从而得到
最终的输出结果[１３]ꎬＢｉＬＳＴＭ 的结构如图 ４ 所示ꎮ

图 ４　 ＢｉＬＳＴＭ 结构示意图

Ｆｉｇ􀆰 ４　 Ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ＢｉＬＳＴＭ

用于提取日周期特征的 ＢｉＬＳＴＭ 输入序列为以
昨日此时刻为中心ꎬ向前向后各扩展 ｎ 个时间间隔ꎬ
即考虑昨日此时刻及其相邻时间间隔的交通流量
对该时刻交通流量预测的影响ꎮ 提取日周期特征
的 ＢｉＬＳＴＭ 输入矩阵记为 Ｘｄ

ｔ ꎬ 表达式为

Ｘｄ
ｔ ＝

ｆ １
ｔｄ－ｎ ｆ １

ｔｄ－(ｎ－１) 􀆺 ｆ １
ｔｄ 􀆺 ｆ １

ｔｄ＋ｎ

ｆ ２
ｔｄ－ｎ ｆ ２

ｔｄ－(ｎ－１) 􀆺 ｆ ２
ｔｄ 􀆺 ｆ ２

ｔｄ＋ｎ

⋮ ⋮ ⋮ ⋮
ｆ ｍ
ｔｄ－ｎ ｆ ｍ

ｔｄ－(ｎ－１) 􀆺 ｆ ｍ
ｔｄ 􀆺 ｆ ｍ

ｔｄ＋ｎ

æ

è

ç
ç
ç
ç

ö

ø

÷
÷
÷
÷

(７)
式(７)中: ｔｄ 表示头天与 ｔ 相同的时刻ꎻ ｆｔｄ 表示该时
刻的交通流量数据ꎮ

与提取日周期特征的输入序列相类似ꎬ提取周

周期特征的输入序列记为 Ｘｗ
ｔ ꎬ 以上周的同一时刻

即七日前的此时刻为中心ꎬ向前向后各扩展 ｎ 个时
间间隔ꎬ即考虑上周此时刻及其相邻时间间隔的交
通流量对该时刻交通流量的影响ꎬ表达式为

Ｘｗ
ｔ ＝

ｆ １
ｔｗ－ｎ ｆ １

ｔｗ－(ｎ－１) 􀆺 ｆ １
ｔｗ 􀆺 ｆ １

ｔｗ＋ｎ

ｆ ２
ｔｗ－ｎ ｆ ２

ｔｗ－(ｎ－１) 􀆺 ｆ ２
ｔｗ 􀆺 ｆ ２

ｔｗ＋ｎ

⋮ ⋮ ⋮ ⋮
ｆ ｍ
ｔｗ－ｎ ｆ ｍ

ｔｗ－(ｎ－１) 􀆺 ｆ ｍ
ｔｗ 􀆺 ｆ ｍ

ｔｗ＋ｎ

æ

è

ç
ç
ç
ç

ö

ø

÷
÷
÷
÷

(８)
式(８)中: ｔｗ 表示上周中与 ｔ 相同的时刻ꎻ ｆｔｗ 表示该
时刻的交通流量数据ꎮ

提取的日周期特征 Ｙｄ
ｔ 及周周期特征 Ｙｗ

ｔ 的表达

式为

Ｙｄ
ｔ ＝ Ｂｉｄｉｒｅｃｔｉｏｎａｌ(Ｈｄꎬｆ

ｔ ꎬＨｄꎬｂ
ｔ ) (９)

Ｙｗ
ｔ ＝ Ｂｉｄｉｒｅｃｔｉｏｎａｌ(Ｈｗꎬｆ

ｔ ꎬＨｗꎬｂ
ｔ ) (１０)

式中: Ｈｄꎬｆ
ｔ 和 Ｈｗꎬｂ

ｔ 分别代表提取日周期特征的前向

ＬＳＴＭ 输出和后向 ＬＳＴＭ 输出ꎬ输入为 Ｘｄ
ｔ ꎻ Ｈｗꎬｆ

ｔ 和

Ｈｗꎬｂ
ｔ 分别代表提取周周期特征的前向 ＬＳＴＭ 输出和

后向 ＬＳＴＭ 输出ꎬ输入为 Ｘｗ
ｔ ꎮ

１􀆰 １􀆰 ３　 额外特征提取模块

上述周期特征提取模块可以提取到交通数据

流随工作日和周末的变化趋势ꎮ 但所提取的信息
并不完整ꎬ因为交通流量不仅会在工作日和周末表
现出不同的特点ꎬ在特殊的节假日也会表现出与工
作日及周末不同的特征ꎮ 所以日期类型ꎬ包含工作
日、周末及节假日作为交通流量数据的影响因素ꎬ
应当在模型训练时予以考虑ꎮ

其次ꎬ不同的天气类型:如下雨、下雪、晴朗ꎬ对
人们出行会产生一定程度的影响ꎬ所以天气因素也
应当作为影响交通流预测的因素予以考虑ꎮ 除此
之外ꎬ温度也会影响人们的出行安排ꎬ同样应当考
虑ꎮ 上述日期类型、天气类型及温度作为交通流预
测的额外特征ꎬ应当与时空特征、周期特征融合后
共同作用于当前时间步的交通流预测结果ꎮ

日期及天气作为类型数据ꎬ要对其进行 ｏｎｅ￣ｈｏｔ
编码ꎬ对温度值需要进行 ０￣１ 标准化ꎬ将其处理后的
结果在一维上进行拼接ꎬ这样就得到了额外特征提
取模块的输入ꎬ将其输入全连接层ꎬ进一步进行特
征提取ꎬ输出结果为所提取到的额外特征ꎮ 额外因
素的类型及其表示如表 １ 所示ꎮ

用 Ｘｅｘｉｔ 表示所提取的额外特征ꎬ表达式为

Ｘｅｘｉｔ ＝ Ｄｅｎｓｅ(ｃｏｎｃａｔｅｎａｔｅ([ＤａｙＴｙｐｅꎬＷｅａｔｈｅｒ
ＴｙｐｅꎬＴｅｍｐｅｒａｔｕｒｅ])) (１１)

式(１１)中:ｃｏｎｃａｔｅｎａｔｅ 表示在一维上进行拼接的操

２４４３１
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表 １　 额外因素类型及其表示

Ｔａｂｌｅ １　 Ｔｙｐｅｓ ｏｆ ａｄｄｉｔｉｏｎａｌ ｆａｃｔｏｒｓ ａｎｄ ｔｈｅｉｒ ｅｘｐｒｅｓｓｉｏｎｓ

日期类型

１ ~ ５:工作日(周一 ~ 周五)
６ ~ ７:周末(周六、周日)
８:节假日

天气类型

０: ｃｌｅａｒ
１: ｓｕｎｎｙ
２: ｃｌｏｕｄｙ
３: ｒａｉｎｙ
４: ｓｎｏｗｙ

温度 ０￣１ 标准化

作ꎬＤａｙＴｙｐｅ 及 ＷｅａｔｈｅｒＴｙｐｅ 代表经过 ｏｎｅ￣ｈｏｔ 编码
的日期类型和天气类型ꎮ Ｔｅｍｐｅｒａｔｕｒｅ 代表 ０￣１ 标准
化后的温度ꎮ
１􀆰 １􀆰 ４　 非线性特征融合模块

经过上述特征提取模块可以得到时空特征、日
周期特征、周周期特征、额外特征ꎮ 将上述特征在
一维上进行拼接后得到特征向量ꎮ 该特征向量在

经过两层全连接层后输出得到预测结果 Ｕ^ｔꎬ 其为组
合神经网络对交通流中非线性部分的预测结果ꎬ表
达式为

Ｕ^ｔ ＝ Ｄｅｎｓｅ[ｃｏｎｃａｔｅｎａｔｅ([ＨｔꎬＹｄ
ｔ ꎬＹｗ

ｔ ꎬＸｅｘｉｔ])]
(１２)

式(１２)中: Ｈｔ 代表所提取的时空特征ꎬ表达式见式

(５)所示ꎻ Ｙｄ
ｔ 和 Ｙｗ

ｔ 分别代表所提取的日周期特征和
周周期特征ꎬ表达式见式(９)、式(１０)所示ꎻ Ｘｅｘｉｔ 代
表所提取的额外特征ꎬ表达式见式(１１)所示ꎮ
１􀆰 ２　 卡尔曼滤波模型

卡尔曼滤波(Ｋａｌｍａｎ ｆｉｌｔｅｒｉｎｇꎬＫＦ)是由 Ｋａｌｍａｎ
所提出的线性系统方程ꎬ通过上一时刻状态的预测
值和当前状态的观测值来递推出当前的状态[１９]ꎮ
卡尔曼滤波作为一种线性的时序预测方法ꎬ经常在
含有不确定信息的动态系统中使用ꎬ对系统的下一
步走向做出有根据的预测ꎬ在各种误差存在的情况
下ꎬ总能得到最趋近于真实值的状态ꎮ 考虑到交通
流数据既包含线性部分也包含非线性部分ꎬ将神经
网络预测后的残差输入卡尔曼滤波模型ꎬ进一步提
取交通流数据中的线性部分ꎮ

卡尔曼滤波的过程可以描述为估计与校正两
个阶段:估计是指使用上一时间步的交通流量预测
值对当前时间步的交通流量进行估计ꎻ校正是指对
所获得的估计值使用观测值来进行修正ꎬ使预测结
果更趋近于真实值ꎮ

Ｓｔｅｐ １　 估计ꎮ
ｘ^′ｋ ＝ Ａｘ^ｋ－１ ＋ Ｂｕｋ (１３)

式(１３)中: ｘ^′ｋ 代表估计值ꎻ Ａ 代表状态转移矩阵ꎻ
ｘ^ｋ－１ 代表 ｔ － １ 时刻交通流量预测值ꎻ Ｂ 代表输入增

益矩阵ꎻ ｕｋ 代表系统输入向量ꎮ
Ｓｔｅｐ ２　 校正ꎮ
ｚ^ｋ ＝ ｚｋ － Ｈｘ^′ｋ (１４)
Ｋｋ ＝ Ｐ′ｋＨＴ (ＨＰ′ｋＨＴ ＋ Ｒ) －１ (１５)
ｘ^ｋ ＝ ｘ^′ｋ ＋ Ｋｋ ｚ^ｋ (１６)

式中: ｘ^ｋ 代表 ｔ 时刻的预测输出ꎻ ｘ^′ｋ 为式(１３)计算
得到的交通流量估计值ꎻ Ｋｋ 为卡尔曼增益ꎬ由估计
误差协方差矩阵 Ｐ′ｋ 和测量矩阵 Ｈ 通过式(１５)计算
得到ꎻ ｚ^ｋ 为测量余量ꎬ由式(１４)计算得到ꎻＲ 为测量
噪声协方差ꎮ

通过给定状态的初始值ꎬ在卡尔曼增益对估计
值的不断调整下ꎬ可以给出最趋近于交通流量真实

值的预测值ꎮ 该部分的输出 Ｌ^ ｔ 作为交通流的线性

部分与上述神经网络所预测的非线性部分 Ｕ^ｔ 相加
便可以得到最终的预测结果 ｙ^ｔꎮ

２　 实验结果及分析

２􀆰 １　 数据来源
本文中实验数据来自加利福尼亚运输性能测

量系统 ＰＥＭＳ(ｐｏｒｔａｂｌｅ ｅｍｉｓｓｉｏｎ ｍｅａｓｕｒｅｍｅｎｔ ｓｙｓｔｅｍ)
所收集的高速公路数据集[９]ꎬ每 ５ ｍｉｎ 收集一次数
据ꎮ 选取了包含 ７ 个相邻观测点 ６ 个月的交通流量
数据ꎬ时间跨度为 ２０１７ 年 ９ 月 １８ 日—２０１８ 年 ３ 月
１８ 日ꎮ

本文中添加了额外特征提取模块ꎬ所包含的特
征有日期类型(工作日、节假日、周末)ꎬ天气类型
(晴朗、多云、下雨、下雪)以及温度ꎮ 日期类型通过
在日历上查看数据集对应的日期ꎬ从而添加相应的
属性对日期类型进行分类标注ꎮ 天气类型及温度
均在天气网站上对相应时间点进行查询ꎬ对温度以
小时为单位进行统计ꎮ
２􀆰 ２　 特征分析

为了直观显示交通流量的变化趋势和周期特
征ꎬ将 ２０１７ 年 ９ 月 １８—２４ 日ꎬ时间跨度为一周的交
通流量进行统计ꎬ如图 ５ 所示ꎮ

由图 ５ 可以看出交通流量以日为单位呈现出明
显的周期性ꎬ所以通过周期特征提取模块对日内的
周期特征进行提取ꎬ对于交通流量变化趋势预测具
有重要意义ꎮ

为了显示不同日期类型对于交通流量变化趋
势的影响ꎬ选取了具有代表性的三种日期类型ꎬ分
别是:工作日(周一)、周末、节假日(元旦)ꎬ对其交
通流数据进行统计ꎬ如图 ６ 所示ꎮ

图 ６ 中选取的工作日和元旦均为周一ꎬ但交通
流量呈现出不同的变化趋势ꎬ因此ꎬ只有周周期特
征提取模块无法对节假日所对应的交通流量的变

３４４３１２０２１ꎬ２１(３１) 宋瑞蓉ꎬ等:融合多维时空特征的交通流量预测模型
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化趋势进行很好的拟合ꎮ 由图 ６ 可以看出ꎬ工作日
的交通流量早高峰出现在 ７:００ 附近ꎬ而周末与节假
日则并未明显的出现早高峰ꎬ这与日常生活相符ꎮ

本文中还考虑了天气因素对于交通流预测的
影响ꎬ选取了三种不同天气类型所对应的交通流数
据进行统计ꎬ结果如图 ７ 所示ꎮ

图 ５　 交通流量周期特征示意图

Ｆｉｇ􀆰 ５　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｒａｆｆｉｃ ｆｌｏｗ ｃｙｃｌｅ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ

图 ６　 不同日期类型交通流量对比图

Ｆｉｇ􀆰 ６　 Ｔｒａｆｆｉｃ ｆｌｏｗ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｄａｔｅ ｔｙｐｅｓ

图 ７　 不同天气类型交通流量对比图

Ｆｉｇ􀆰 ７　 Ｔｒａｆｆｉｃ ｆｌｏｗ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｗｅａｔｈｅｒ ｔｙｐｅｓ

上述选取的三种天气所对应的日期类型相同ꎬ
所以在交通流上呈现出了相同的变化趋势ꎬ但在

１０:００—１８:００ 这一区间内出现了明显的分层ꎮ 晴

朗天气的交通流量依次大于多云天气ꎬ大于下雨天

气ꎮ 由此可以说明天气因素对于交通流预测也具

有一定程度的影响ꎮ
２􀆰 ３　 实验结果及分析

为了验证本文所提出的 ＣＬＡＢＥＫ 模型在交通

流量预测方面的有效性ꎬ对实验结果进行了统计和

分析ꎮ 输入序列长度设置为 １５ꎬ由于本文所选取的
数据间隔为 ５ ｍｉｎꎬ即用 ７５ ｍｉｎ 的流量序列向后进
行预测ꎮ 为了对比模型在不同预测区间下的预测
能力ꎬ将实验分为四个部分ꎬ分别是向后预测 １ 个时
间间隔(５ ｍｉｎ)、３ 个时间间隔(１５ ｍｉｎ)、６ 个时间间
隔(３０ ｍｉｎ)及 １２ 个时间间隔(６０ ｍｉｎ)ꎮ 设置了五
个对比模型ꎬ分别为 Ｗｉｔｈｏｕｔ＿ａｔｔｅｎｔｉｏｎ、Ｗｉｔｈｏｕｔ＿ｂｉｌ￣
ｓｔｍ、Ｃｏｎｖ＿ＬＳＴＭ、ＣＮＮ＿ＬＳＴＭ 及 Ｃｏｎｖ＿ＬＳＴＭ＿Ｅꎮ

Ｗｉｔｈｏｕｔ＿ａｔｔｅｎｔｉｏｎ 是传统的时空特征提取模型ꎬ
使用 ＣＮＮ 提取空间特征后输入 ＬＳＴＭ 提取时间特
征ꎬＷｉｔｈｏｕｔ＿ｂｉｌｓｔｍ 在 Ｗｉｔｈｏｕｔ＿ａｔｔｅｎｔｉｏｎ 基础上添加
了注意力机制ꎮ Ｃｏｎｖ＿ＬＳＴＭ 相较于 Ｗｉｔｈｏｕｔ＿ｂｉｌｓｔｍ
模型添加了 ＢｉＬＳＴＭ 层来提取日周期特征和周周期
特征ꎮ ＣＮＮ＿ＬＳＴＭ 与 Ｃｏｎｖ＿ＬＳＴＭ 相比ꎬＣＮＮ 层与
ＬＳＴＭ 层的组合方式不同ꎬＣｏｎｖ＿ＬＳＴＭ 采用串联的
方式将 ＣＮＮ 层的输出作为 ＬＳＴＭ 层的输入进行进
一步地特征提取ꎬＣＮＮ＿ＬＳＴＭ 则将两个模块并行设
置ꎬ分别用于提取时间和空间特征ꎬ同样也引入了
注意力机制ꎮ Ｃｏｎｖ＿ＬＳＴＭ＿Ｅ 则是在 Ｃｏｎｖ＿ＬＳＴＭ 模
型的基础上添加了额外特征提取模块ꎬ考虑了天气
及温度等因素的影响ꎮ

使用两个评价指标对实验结果进行评价ꎬ分别
是均方根误差( ｒｏｏｔ ｍｅａｎ ｓｑｕａｒｄ ｅｒｒｏｒꎬ ＲＭＳＥ)与平
均绝对误差(ｍｅａｎ ａｂｓｏｌｕｔｅ ｅｒｒｏｒꎬＭＡＥ)ꎬ计算公式为

ＲＭＳＥ ＝ １
ｍ∑

ｍ

ｉ ＝ １
(ｙｉ － ｙ^ｉ) ２ (１７)

ＭＡＥ ＝ １
ｍ∑

ｍ

ｉ ＝ １
｜ (ｙｉ － ｙ^ｉ) ｜ (１８)

不同模型实验结果如表 ２ 所示ꎮ

表 ２　 实验结果

Ｔａｂｌｅ ２　 Ｅｘｐｅｒｉｍｅｎｔａｌ ｒｅｓｕｌｔｓ

模型
１(５ ｍｉｎ) ３ (１５ ｍｉｎ) ６ (３０ ｍｉｎ) １２ (６０ ｍｉｎ)
ＭＡＥ ＲＭＳＥ ＭＡＥ ＲＭＳＥ ＭＡＥ ＲＭＳＥ ＭＡＥ ＲＭＳＥ

Ｗｉｔｈｏｕｔ＿ａｔｔｅｎｔｉｏｎ ３􀆰 ２９２ ４􀆰 ４４５ ５􀆰 １６１ ７􀆰 ４５４ ５􀆰 ５４６ ８􀆰 １３０ ６􀆰 １３４ ９􀆰 ０２３
Ｗｉｔｈｏｕｔ＿Ｂｉｌｓｔｍ ３􀆰 ２８１ ４􀆰 ４３１ ５􀆰 １２１ ７􀆰 ４４０ ５􀆰 ５３２ ８􀆰 １２３ ６􀆰 １２２ ９􀆰 ０１０
ＣＮＮ＿ＬＳＴＭ ３􀆰 １６７ ４􀆰 ４１９ ５􀆰 １１５ ７􀆰 ４２９ ５􀆰 ３５１ ７􀆰 ８０２ ５􀆰 ７９１ ８􀆰 ５５２
Ｃｏｎｖ＿ＬＳＴＭ ３􀆰 １６５ ４􀆰 ２９５ ５􀆰 ０４７ ７􀆰 ４０１ ５􀆰 ３１４ ７􀆰 ７９９ ５􀆰 ７８９ ８􀆰 ３３０

Ｃｏｎｖ＿ＬＳＴＭ＿Ｅ ３􀆰 ０００ ４􀆰 １３６ ４􀆰 ９６８ ７􀆰 ２３２ ５􀆰 ２６０ ７􀆰 ７６７ ５􀆰 ５２０ ７􀆰 ９９９
ＣＬＡＢＥＫ ２􀆰 ７４６ ３􀆰 ７８７ ４􀆰 ５６０ ６􀆰 ５７４ ４􀆰 ７０８ ６􀆰 ８６３ ４􀆰 ８３３ ６􀆰 ９６３

　 　 图 ８ 显示了不同模型在一天内的预测结果及交
通流的真实值ꎮ

首先ꎬ观察表 ２ 可以得到注意力机制能够提高
模型提取特征的能力ꎬ从而提高模型的预测准确
度ꎮ 同时ꎬ添加 ＢｉＬＳＴＭ 提取交通流量的周期特征
后可以进一步提高模型的预测效果ꎬ因为交通流数
据中蕴含着很强的周期性ꎮ 其次ꎬＣｏｎｖ＿ＬＳＴＭ 模型
与 ＣＮＮ＿ＬＳＴＭ 模型相比较ꎬ表现出更好的预测效

４４４３１
科　 学　 技　 术　 与　 工　 程

Ｓｃｉｅｎｃｅ Ｔｅｃｈｎｏｌｏｇｙ ａｎｄ Ｅｎｇｉｎｅｅｒｉｎｇ ２０２１ꎬ２１(３１)
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果ꎬ这是因为交通数据中的时空特征往往交织在一
起ꎬＣｏｎｖ＿ＬＳＴＭ 模型将 ＣＮＮ 与 ＬＳＴＭ 集成在了一个
模块ꎬ相较于 ＣＮＮ＿ＬＳＴＭ 并行设置两个网络层ꎬ分
别用于提取时空特征而言ꎬ更能够提取到深层次的
特征ꎬ表现出更好的预测效果ꎮ 接下来ꎬ通过将
Ｃｏｎｖ＿ＬＳＴＭ＿Ｅ 与 Ｃｏｎｖ＿ＬＳＴＭ 模型的预测结果相比
较可以得出ꎬ增加额外特征提取模块可以提高模型
的预测能力ꎬ因为日期类型、天气因素及温度会影
响人们的出行安排ꎬ所以在交通流预测时也应当予
以考虑ꎮ 最后ꎬ本文所提出的 ＣＬＡＢＥＫ 模型在不同
预测区间上均表现出了最好的预测效果ꎮ 因为交
通流数据中同时含有线性和非线性部分ꎬ神经网络
对于非线性部分有很好的预测能力ꎬ但无法很好地
处理交通流数据中的线性部分ꎬ本模型使用卡尔曼
滤波继续提取数据的线性部分ꎬ通过实验证明能够
提高交通流预测的准确度ꎮ

由图 ８ 可以看出ꎬＣＬＡＢＥＫ 模型能够很好拟合
交通流随时间变化的趋势ꎮ

图 ８　 不同模型交通流量预测对比图

Ｆｉｇ􀆰 ８　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｒａｆｆｉｃ ｆｌｏｗ ｆｏｒｅｃａｓｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

３　 结论

本文提出的 ＣＬＡＢＥＫ 模型能够融合交通流的
时空特征、周期特征、额外特征ꎬ与现有预测方法相
比ꎬ可以给出更为精准的预测ꎮ 但该方法所考虑的
路网结构较为单一ꎬ对于多路口及复杂的路网结构
尚无法进行较好地预测ꎮ 使用图神经网络提取现
实生活中复杂的路网结构所蕴含的交通流的时空
特征是下一步研究的重点内容ꎮ
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